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Die Anzahl optischer Fernerkundungssensoren ist in den vergangenen Jahren kontinuierlich gestiegen. 
Insbesondere sind zunehmend Daten von hochauflösenden Satelliten und Satellitenkonstellationen mit 
einer geometrischen Auflösung von unter 5 Metern verfügbar. Mit der höheren Verfügbarkeit von Daten 
einer Region zu unterschiedlichen Zeitpunkten kann die Klassifikationsgenauigkeit von Landbedeckungs- 
bzw. Landnutzungsklassen sowie anderen erkennbaren Objekten der Erdoberfläche gesteigert werden. 
Darüber hinaus ist es möglich, Veränderungen schneller und sicherer zu erkennen. Allerdings sind die 
Anschaffungskosten für Daten hoher geometrischer Auflösung meist hoch und die zeitlichen Abstände, 
in denen ein ausgedehntes Gebiet vollständig erfasst wird, unter Umständen recht groß. Hingegen 
stehen Daten von Sensoren mit einer Bodenauflösung zwischen 5m und 30m oft zeitlich hochfrequent 
und für große Gebiete kostengünstig zur Verfügung.  

In dieser Arbeit wird eine Methode zur automatischen Interpretation multitemporaler optischer 
Fernerkundungsdaten unterschiedlicher Auflösung vorgestellt. Die gemeinsame Auswertung dieser 
Daten hat mehrere Vorteile: eine hohe zeitliche Dichte verfügbarer Daten, überschaubare Kosten und 
die Möglichkeit, Merkmale und Objekte in unterschiedlichen Auflösungsstufen zu erfassen. Der 
neuartige Ansatz ermöglicht eine Steigerung der Klassifikationsgenauigkeit der Daten sämtlicher 
Zeitpunkte unabhängig von ihrer geometrischen Auflösung sowie die Erkennung von Veränderungen in 
einem Auswerteschritt. Dabei wird nicht nur erkannt, ob sich etwas verändert hat, sondern auch, wie 
sich etwas verändert hat. Für Daten unterschiedlicher Auflösungsstufen können unterschiedliche 
Klassenstrukturen definiert werden.  

Die Methode basiert auf Conditional Random Fields (CRFs), einem probabilistischen Verfahren zur 
Mustererkennung. CRFs gehören zur Gruppe der Zufallsfelder (Random Fields). Diese zeichnen sich 
durch die Möglichkeit der Integration von Kontext für die Klassifikation einzelner Primitive aus. Im 
Unterschied zu zahlreichen anderen Arbeiten mit CRFs werden nicht ausschließlich räumliche 
Nachbarschaften modelliert. Zusätzlich werden unterschiedlich aufgelöste Bilder unterschiedlicher 
Zeitpunkte mit Übergangswahrscheinlichkeiten zwischen einzelnen Klassen verknüpft. Der CRF-
Standardansatz wird hierzu um einen zusätzlichen Interaktionsterm erweitert, der zeitliche 
Abhängigkeiten modelliert. 

Der Ansatz wurde in mehreren Experimenten für zwei großräumige Testgebiete evaluiert. Für beide 
Gebiete lagen mehrere Bilder unterschiedlicher Auflösung (Ikonos, RapidEye und Landsat) vor. Die 
alleinige Berücksichtigung räumlichen Kontexts führte für monotemporale Auswertungen im Vergleich 
zu einer Maximum-Likelihood-Klassifikation zu einer Verbesserung der Gesamtgenauigkeit von zumeist 
5%-10%. Es wurden drei unterschiedliche Modelle für die räumlichen Interaktionen untersucht. Die 
Integration des zeitlichen Kontexts erhöhte die Klassifikationsgenauigkeit bei hochaufgelösten Bilddaten 
identischer Auflösung um weitere 1%-5%. In Kombination mit niedriger aufgelösten Daten wurde für die 
niedriger aufgelösten Daten eine Steigerung von teilweise über 10% erzielt. Testgebietsübergreifend 
wurde bei Experimenten zur Detektion von Veränderungen die Majorität der Pixel in 20 der 22 durch 
Simulation veränderten Flächen korrekt klassifiziert. 

Schlagworte: Fernerkundung, Multitemporale Klassifikation, unterschiedliche Auflösung, 
Veränderungsdetektion, Zufallsfelder, Conditional Random Fields (CRF) 
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The number of optical remote sensing satellite systems is rapidly increasing. Especially high-resolution 
(HR) multispectral images from satellite systems at a Ground Sampling Distance (GSD) of 5 m or below, 
have become available at a higher rate. With the higher availability of these data, it is possible to improve 
the classi�.cation accuracy for landcover, landuse or other visible objects on earth surface. Moreover it 
is possible to analyze land-cover changes at a higher frequency than this is currently done based on a 
multitemporal analysis. However, multitemporal HR data is not always available and acquiring 
multitemporal HR data may not always be economically viable, particularly for large areas. Data having 
medium resolution (i.e., a GSD of 30 m) do not offer as much detail, but cover a larger area and may 
often be preferable from an economical point of view.  

In this dissertation a method for the automatic interpretation of multitemporal optical remote sensing 
data having different geometrical resolutions is presented. The combined classification of HR images 
with data of lower resolution has several benefits: high temporal frequency of data, manageable costs 
and the option, to capture features and objects in different scales. This new approach not only improves 
the classification accuracy of all data of all individual epochs, but also allows the detection of land-cover 
changes in just one single step. 

The new approach is based on Conditional Random Fields (CRFs), a probabilistic method for pattern 
recognition. CRFs belong to the family of Random Fields. In general Random Fields allow the integration 
of contextual knowledge for the classification of single primitives. In image analysis CRFs are frequently 
used for integrating spatial context in monotemporal classification. This framework is applied to 
multitemporal classi�.cation and change detection, taking into account interactions between images 
acquired at different epochs and having different geometrical resolutions.  This is done by expanding the 
CRF model by temporal interaction terms that link neighboring epochs via transition probabilities 
between different classes.  

Experiments were carried out for two different test sites in Germany, where Ikonos, RapidEye, and 
Landsat images were available. The integration of spatial context increased the overall accuracy of a 
monotemporal classification by 5%-10% in respect to a maximum-likelihood-classification. Three 
different models for the interaction potentials were evaluated in that way. The integration of temporal 
context increased the classification accuracy for another 1%-5% for HR images having identical spatial 
resolution. In combination with data of lower resolution, the classification accuracy of the images of 
lower resolution raised by over 10% in some experiments. Considering both test sides for experiments 
of change detection overall the majority of pixels in 20 of 22 changed regions (by simulation) were 
classified correctly. 

Keywords: remote sensing, multitemporal classification, multiscale, change detection, random fields, 
Conditional Random Fields (CRF)   
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Konvention: Variablen: kursiv ; Vektoren: fett 
  
Ai Assoziationspotential an der Stelle i 
b Anzahl Merkmale 
C Klasse 
d Index der Merkmalsskala 
e Kante 
E Menge aller Kanten 
E Erwartungswert 
Fall  Menge aller extrahierten Merkmale 
Fsel  Menge aller selektierten Merkmale 
fi(y) Merkmalsvektor für das Assoziationspotential der Stelle i 
G Graph 
hi(y) Merkmalsvektor für das räumliche Interaktionspotential der Stelle i 
hi

t(y) Merkmalsvektor für das räumliche Interaktionspotential der Stelle i zum Zeitpunkt t 
i Primitiv 
Iij Interaktionspotential der Primitive i und j 
IS Räumliches Interaktionspotential 
IT Zeitliches Interaktionspotential 
j  Primitiv; räumlicher Nachbar von i 
k Aufnahmezeitpunkt in der zeitlichen Nachbarschaft von t 
Kt Menge der Zeitpunkte in zeitlicher Nachbarschaft von t 
l Primitiv in zeitlicher Nachbarschaft zu Primitiv i 
Li

 Menge der Primitive in zeitlicher Nachbarschaft von i 
m Komponente des Merkmalsvektors hi

t(yt) 
M Anzahl multitemporaler Bilder 
Ni Menge der interagierenden Primitive in räumlicher Nachbarschaft von i 
PT Zeitliches Potential 
R Dimension des Merkmalsvektors hi

t(yt) 
s Auflösungsstufe 
S Menge aller Primitive  
t Aufnahmezeitpunkt 
T Menge aller Aufnahmezeitpunkte 
TM  Zeitliche Übergangsmatrix 
v  Knoten 
V  Menge aller Knoten 
V Varianz 
x Labelvektor 
xi Label der Stelle i 
y Daten 
yi Daten der Stelle i 
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Z Partition Function 

�E Gewicht des räumlichen Interaktionspotentials 
�v Gewicht des zeitlichen Interaktionspotentials 
�4�� Abstand zur Berechnung der GLCM 
�{ Glättungsparameter des räumlichen Interaktionspotentials 
�„ Skala der Merkmalsextraktion 
µij

t(yt)   Interaktionsmerkmale zwischen Primitiven i und j zum Zeitpunkt t 
�G Kovarianzmatrix 
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CFS  Correlation based feature selection 
CNN  Convolutional Neural Network 
CRF  Conditional Random Field 
GLCM  Grey-level Co-occurrence Matrix  
HMM  Hidden Markov Model 
InSAR  Interferometric Synthetic Aperture Radar 
LBP  Loopy Belief Propagation 
LiDAR  Light Detection and Ranging 
MRF  Markov Random Field 
NDVI  Normalized Difference Vegetation Index 
RNN  Recurrent Neural Network 
RVI  Ratio Vegetation Index 
SVM  Support Vector Machine 
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Knowledge without context is not knowledge; 
 it's just information. 

C. Otto Scharmer  

1. Einleitung 

1.1. Motivation 

Fernerkundungsdaten ermöglichen den Blick aus der Luft auf Objekte der Erdoberfläche. Nicht immer 
ist es möglich, diese Objekte korrekt zu erkennen. Hierzu drei kleine Beispiele: 

 

  

 

Abbildung 1-1:  Was zeigen die Bildausschnitte? 

Abbildung 1-2:  Handelt es sich bei den dunkelgrünen Flächen um Acker oder Wald? 

Abbildung 1-3:  Ist die Landbedeckung in den markierten Gebieten identisch? 
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Abbildung 1-4: Antwort zu Abbildung 1-1: Die Farbwerte der Bildausschnitte sind ähnlich. 
Durch Nutzung räumlichen Kontextwissens können zwei benachbarte Ackerflächen 
(Bild oben), ein Sportplatz (Bild unten links) sowie eine Dachfläche nebst benachbarter 
Grünfläche (Bild unten rechts) erkannt werden.  

Abbildung 1-5: Antwort zu Abbildung 1-2: Einzig bei den dunkelgrünen Flächen zwischen den 
Siedlungsteilen handelt es sich um Wald, die übrigen Flächen sind bestellte Äcker. Durch 
Nutzung zeitlichen Kontextwissens unter Berücksichtigung von Daten eines zweiten 
Aufnahmezeitpunktes (rechtes Bild) können diese Flächen korrekt erkannt werden.  

Abbildung 1-6: Antwort zu Abbildung 1-3: Bei den markierten Gebieten handelt es sich um 
Siedlungen und Ackerflächen. Die Unterscheidung ist aufgrund der niedrigen 
geometrischen Bildauflösung schwer möglich. Durch Nutzung von Kontextwissen aus 
einer höher aufgelösten Szene (rechtes Bild) können die Flächen korrekt erkannt werden.  
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Die drei Beispiele verdeutlichen, dass für Menschen Kontextwissen für die Erkennbarkeit von Objekten 
hilfreich ist. Ist diese Beobachtung auf die automatisierte Auswertung von Fernerkundungsdaten 
übertragbar?  

 

Aktuelle Kartierungen der Erdoberfläche dienen als Basis für vielfältige kurz-, mittel- und langfristige 
Planungen, z.B. im Bereich der Infrastruktur, der Ökologie oder zur Einsatzkoordination in 
Krisensituationen. Speziell für sehr große oder nur schwer zugängliche Gebiete werden hierzu häufig 
Daten von Fernerkundungssatelliten genutzt, da diese schnell und flächendeckend verfügbar sind. In den 
vergangenen zwei Jahrzehnten ist die Anzahl optischer Fernerkundungssensoren stetig gestiegen. 
Insbesondere sind zunehmend Daten von hochauflösenden Satelliten und Satellitenkonstellationen mit 
einer geometrischen Auflösung von unter 5 Metern, z.B. Ikonos, Quickbird, WorldView, RapidEye oder 
SKYSAT, um nur einige zu nennen, verfügbar. Die höhere Verfügbarkeit von Daten einer Region zu 
unterschiedlichen Zeitpunkten eröffnet neue Möglichkeiten der Informationsgewinnung: Verändert sich 
die Landschaft, kann die hochfrequente Datenerfassung für ein zeitnahes Erkennen dieser 
Veränderungen genutzt werden. Verändert sich die Landschaft nicht, kann durch Kombination der Daten 
die Klassifikationsgenauigkeit erhöht werden. 

Die verschiedenen optischen Fernerkundungssensoren verfügen über unterschiedliche radiometrische 
und geometrische Auflösungen sowie eine unterschiedliche Anzahl erfassbarer Spektralbereiche. 
Geometrisch sehr hochaufgelöste Sensoren erreichen eine Bodenauflösung von unter 0.5m pro Pixel im 
panchromatischen Kanal und unter 1m pro Pixel in den multispektralen Kanälen. Die meisten Sensoren 
zeichnen neben panchromatischer Information in höherer Auflösung auch Farbinformationen im Bereich 
des sichtbaren Lichts sowie im Wellenlängenbereich des nahen und/oder mittleren Infrarots auf. 
Darüber hinaus existieren Hyperspektralsensoren, die Daten in hunderten Wellenlängenbereichen 
aufzeichnen. Die radiometrische Auflösung liegt im Allgemeinen bei mindestens 8bit pro Kanal.  

Mit der zunehmenden Verfügbarkeit von Daten hoher geometrischer Auflösung (< 5m) ergeben sich 
erweiterte Möglichkeiten der Auswertung von Fernerkundungsdaten: Auch kleine Objekte, die  in Daten 
mittlerer Auflösung nicht erkennbar sind, können erkannt und kartiert werden. Allerdings sind die 
Anschaffungskosten für Daten hoher geometrischer Auflösung sehr hoch und die zeitlichen Abstände, in 
denen ein Gebiet erfasst wird, unter Umständen recht groß. Eine Auswertung ausschließlich basierend 
auf diesen Daten wäre folglich zwar sehr detailliert, ist jedoch häufig aufgrund eingeschränkter 
Datenverfügbarkeit nicht realisierbar und insbesondere für größere Gebiete sehr kostenintensiv. 

Neben den hochaufgelösten Sensoren gibt es eine Vielzahl von Sensoren mit einer Bodenauflösung 
zwischen 5m und 30m. Der Informationsgehalt der mittels dieser Sensoren gewonnenen Daten ist zwar 
geringer, allerdings ist deren Beschaffung kostengünstiger. Zudem stehen die Daten oft zeitlich 
hochfrequent zur Verfügung.  

Methoden zur gemeinsamen Auswertung beliebiger Daten unterschiedlicher Aufnahmezeitpunkte 
ermöglichen es, die enthaltenen Informationen ergänzend zu nutzen. Die Entwicklung dieser Methoden 
galt vor einem Jahrzehnt als eine der größten Herausforderungen der Fernerkundung (Richards, 2005). 
Auch wenn seitdem Fortschritte erzielt wurden, ist die Aufgabe unverändert aktuell, und die Relevanz 
nimmt mit der Vielzahl unterschiedlicher Datenquellen weiterhin zu. Eine Kombination unterschiedlich 
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aufgelöster Daten zur multitemporalen Klassifikation verspricht mehrere Vorteile: Eine hohe zeitliche 
Dichte verfügbarer Daten, überschaubare Kosten und die Möglichkeit, Merkmale und Objekte in 
unterschiedlichen Auflösungsstufen zu erfassen. Zudem ist es sinnvoll, Methoden für die gemeinsame 
Auswertung von Daten mehrerer Sensoren zu etablieren, da der einzelne Sensor nur für einen endlichen 
Zeitraum aktiv ist. 

Der Vorteil einer gemeinsamen Analyse multitemporaler Daten im Vergleich zu einer monotemporalen 
Betrachtung liegt in der Möglichkeit, zeitliches Kontextwissen zu integrieren (Abbildung 1-5 und 
Abbildung 1-6). Die Einbindung dieses Wissens verspricht eine höhere Klassifikationsgenauigkeit vor 
allem in Fällen, in denen eine Entscheidung für eine Klasse zu einem einzelnen Zeitpunkt nicht 
zweifelsfrei getroffen werden kann. Verbesserte Ergebnisse sind darüber hinaus durch die Integration 
von Modellwissen, z.B. Prognosen über wahrscheinliche Veränderungen zwischen Zeitpunkten, zu 
erwarten. Ein Beispiel hierfür ist, dass in Mitteleuropa die Umwandlung von Ackerflächen zu bebauten 
Flächen wahrscheinlicher ist als die Umwandlung von bebauten Flächen zu Ackerflächen. 

Zusätzlich zur Nutzung zeitlichen Kontextwissens kann eine Klassifikation von Bilddaten durch 
Betrachtung räumlichen Kontexts verbessert werden (Abbildung 1-4). Es können typische 
nachbarschaftliche Beziehungen in die Auswertung einbezogen werden, z.B. dass Autos im Regelfall auf 
versiegelten Flächen stehen und mit sehr geringer Wahrscheinlichkeit komplett von Wasser umgeben 
sind oder dass benachbarte Primitive mit hoher Wahrscheinlichkeit identischen Klassen zugehören. Ein 
Ansatz zur bestmöglichen Analyse multitemporaler Daten integriert folglich sowohl zeitliche als auch 
räumliche Kontextinformation. 

Eine derartige auf Methoden der Bildanalyse und Mustererkennung basierende Analyse multitemporaler 
Daten kann als Grundlage für Planungen unterschiedlicher Fachdisziplinen dienen. Potentielle 
Anwendungsgebiete sind sowohl in Bezug auf ihre räumliche Ausdehnung als auch den ausgewerteten 
wie auch den zukünftig relevanten Zeitraum breit gefächert. Beispiele sind: 

�x die Dokumentation von Veränderungen der Landnutzung, z.B. durch Abholzung von 
Waldgebieten oder durch ungeplante Ausdehnung von Siedlungen,   

�x der Nachweis von Umweltveränderungen, z.B. durch das Abschmelzen von Gletschern oder 
Waldsterben, 

�x die Überwachung jahreszeitliche Phänomene, z.B. des Pflanzenwachstums, oder 

�x die Unterstützung von Handlungsentscheidungen in Krisensituationen, z.B. infolge Tsunamis, 
Waldbränden oder Erdbeben. 

1.2. Zielsetzung 

Ziel dieser Arbeit war die Entwicklung einer Methode zur automatischen Interpretation multitemporaler 
optischer Fernerkundungsdaten unterschiedlicher Auflösung. In erster Linie sollten niedriger aufgelöste 
Daten unter Berücksichtigung der Interpretationsergebnisse höher aufgelöster Daten besser klassifiziert 
werden. Die Methode sollte darüber hinaus in der Lage sein, veränderte Gebiete zu detektieren und die 
Art der Veränderung zu identifizieren.  
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Methodisch sollte dieses Ziel durch die gleichzeitige Berücksichtigung von räumlichem und zeitlichem 
Kontextwissen erreicht werden. Aktuell ist der Standard bei der Auswertung von Fernerkundungsdaten 
das Trainieren eines lokalen Klassifikators. Dieser trifft aufgrund extrahierter Merkmale an der Position 
einzelner Primitive (Pixel oder Segmente) eine Entscheidung über die Zugehörigkeit zu einer Klasse. Auch 
wenn die Merkmale in manchen Ansätzen in lokalen Umgebungen extrahiert werden, interagieren die 
einzelnen Primitive meist nicht miteinander. Die maximal erreichbare Klassifikationsgenauigkeit ist 
hierdurch begrenzt. In vielen Szenen können einzelne Pixel hingegen bei Betrachtung des Kontexts mit 
höherer Sicherheit klassifiziert werden (Torralba et al., 2010). 

Die im Rahmen dieser Arbeit entwickelte Methode wurde vorrangig für die Auswertung von 
Fernerkundungsdaten mittlerer bis hoher Auflösung entworfen und auf die in dieser Arbeit verwendeten 
Daten und Objektklassen optimiert. Dabei wurde die Methode so allgemein gehalten, dass sie relativ 
leicht auf andere Datenbestände, andere Objektarten und andere Anwendungen übertragen werden 
kann. 

Generell können in Daten unterschiedlicher Auflösungsstufen unterschiedliche Objekte und 
Objektdetails identifiziert werden. Dieses Wissen wird im Idealfall für die Definition zur Klassifikation 
geeigneter Objektklassen genutzt. Somit ist es für die zuvor beschriebene Anwendung erforderlich, dass 
sich eine Klasse einer niedrigeren Auflösungsstufe in mehrere Teilklassen einer höheren Auflösungsstufe 
aufspalten lässt. Umgekehrt soll eine Fusion von Klassen in einer höheren Auflösungsstufe zu 
übergeordneten Klassen in einer niedrigeren Auflösungsstufe möglich sein. 

Eine vollständige Interpretation des Gebietes zu einem frühen Zeitpunkt, z.B. repräsentiert in einem GIS, 
sollte nicht Vorrausetzung für die Anwendbarkeit der in dieser Arbeit entwickelten Methode sein. Die 
Methode ist daher vor allem auch für die zahlreichen Regionen geeignet, für die ein solcher 
Datenbestand nicht existiert oder nur mit geringer Zuverlässigkeit zu erzeugen ist. 

1.3. Wissenschaftlicher Beitrag 

In dieser Arbeit wird eine Methode zur simultanen Klassifikation multitemporaler optischer 
Fernerkundungsdaten unterschiedlicher Auflösung vorgestellt. Die Methode basiert auf Conditional 
Random Fields (CRF), einem probabilistischem Verfahren zur Mustererkennung. CRF gehören zur Gruppe 
der Zufallsfelder (Random Fields). Allgemein zeichnen sich Zufallsfelder durch die Möglichkeit der 
Integration von Kontextwissen für die Klassifikation einzelner Primitive aus. CRF stellen eine Erweiterung 
der populären Markov Random Fields (MRF) dar (Kapitel 3.2.3) und erlauben eine flexiblere Auswahl der 
Merkmale sowie eine Berücksichtigung von Merkmalen bei der Formulierung von Kontextwissen. Der 
wissenschaftliche Beitrag dieser Arbeit erstreckt sich auf folgende Aspekte: 

�x Im Bereich der Bildanalyse wurden Zufallsfelder bislang fast ausschließlich zur Modellierung 
räumlicher Abhängigkeiten eingesetzt. Einzelne Arbeiten generieren zusätzliches Wissen durch 
Verknüpfung unterschiedlicher Auflösungsstufen eines identischen Bildes. Die Modellierung von 
zeitlichen Abhängigkeiten erfolgt häufig über Markov-Ketten. Im Unterschied zu Zufallsfeldern 
sind diese allerdings nicht in der Lage, gleichzeitig räumliches Kontextwissen explizit zu 
integrieren. In dieser Arbeit werden verschiedene, unterschiedlich aufgelöste Bilder einer 
beliebigen Anzahl von Zeitpunkten erstmals durch Zufallsfelder verknüpft. Der Standardansatz 
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wird hierzu um einen zusätzlichen Interaktionsterm erweitert, der zeitliche Abhängigkeiten 
modelliert.  

�x Die Methode ermöglicht eine Steigerung der Klassifikationsgenauigkeit der Daten sämtlicher 
Zeitpunkte unabhängig von ihrer geometrischen Auflösung sowie die Erkennung von 
Veränderungen in einem Auswerteschritt. Dabei wird nicht nur erkannt, ob sich etwas verändert 
hat, sondern auch, wie sich etwas verändert hat. Für Daten unterschiedlicher Auflösungsstufen 
können unterschiedliche Klassenstrukturen definiert werden. In bisherigen Arbeiten wurden die 
Steigerung der Klassifikationsgenauigkeit und die Veränderungsdetektion stets getrennt 
behandelt. 

�x Der Algorithmus der entwickelten Methode beinhaltet drei unterschiedliche Terme. Der erste  
Term gibt die Möglichkeit der Zugehörigkeit eines Primitivs zu einer Klasse unabhängig von 
deren Nachbarn an. Der zweite und dritte Term modellieren das räumliche und zeitliche 
Kontextwissen. Die Terme können verschiedene Merkmale berücksichtigen, wobei die 
Merkmale in unterschiedlich großen Umgebungen, im Folgenden Skalen genannt, extrahiert 
werden können. Im Rahmen dieser Arbeit werden die besten Merkmale in den jeweiligen Skalen 
selektiert und der Einfluss der Verwendung unterschiedlicher maximaler Skalen für die einzelnen 
Terme auf das Klassifikationsergebnis systematisch evaluiert. 

�x Vergleiche zwischen MRF und CRF erfolgen in der Literatur zumeist anhand der 
Standardkriterien Gesamtklassifikationsgenauigkeit und Kappa-Koeffizient. Diese Kriterien sind 
jedoch je nach Anwendung nur beschränkt aussagekräftig. Anhand einer qualitativen Evaluation 
kleiner Bildstrukturen werden Differenzen der Klassifikationsergebnisse bei ausschließlicher 
Verwendung von Labels (MRF) zu den Ergebnissen bei der zusätzlichen Berücksichtigung von 
Merkmalen (CRF) für die räumlichen Interaktionen  aufgezeigt. 

1.4. Gliederung der Arbeit 

Kern der Arbeit ist die Entwicklung eines neuartigen kontextbasierten Ansatzes zur Klassifikation 
multitemporaler Bilddaten unterschiedlicher Auflösung. Dieser wird in Kapitel 4 dargestellt und in 
Kapitel 5 evaluiert. 

Vorab wird in Kapitel 2 der Stand der Wissenschaft aufgezeigt. Die Betrachtung erfolgt dabei aus zwei 
Blickwinkeln. Mit Blick auf die Anwendung werden Grundlagen der Klassifikation von 
Fernerkundungsdaten, insbesondere für multitemporale Auswertungen, vorgestellt. Aus methodischer 
Sicht werden bedeutende Arbeiten zu Zufallsfeldern mit Fokus auf Conditional Random Fields 
hervorgehoben. 

In Kapitel 3 werden die für die Methode und deren Anwendung benötigten Grundlagen dargelegt. Die 
in dieser Arbeit verwendeten Merkmale sowie eine Methode zur Selektion der zur Klassifikation 
bestmöglich geeigneten Merkmale werden vorgestellt. Es folgt ein Überblick über graphische Modelle 
zur Bildanalyse, insbesondere auf den Spezialfall Conditional Random Fields. Abschließend werden die 
zur Auswertung der Experimente verwendeten Beurteilungskriterien beleuchtet.  



 Einleitung  19 

 

Aufbauend auf den Grundlagen wird in Kapitel 4 der kontextbasierte Ansatz zur Klassifikation 
multitemporaler Bilddaten unterschiedlicher Auflösung entwickelt. Bei diesem auf CRF basierenden 
Ansatz wird für die Bestimmung der wahrscheinlichsten Konfiguration der Zuordnung von Klassen zu den 
einzelnen Primitiven eine Energiefunktion minimiert. Möglichkeiten der Modellierung der einzelnen 
Energieterme, namentlich des Assoziationspotentials sowie des räumlichen und zeitlichen 
Interaktionspotentials, werden im weiteren Verlauf des Kapitels beschrieben. 

In Kapitel 5 folgen umfangreiche experimentelle Untersuchungen. Zunächst wird die Strategie der 
Experimente erläutert und die untersuchten Daten sowie die Klassendefinitionen beschrieben. In einem 
der Evaluation des kontextbasierten Ansatzes vorgeschalteten Auswerteschritt werden zur Klassifikation 
geeignete Merkmale extrahiert und eine Untermenge selektiert. Die kontextbasierten Wirkungen der 
einzelnen Interaktionspotentiale werden im Folgenden mit zunehmender Komplexität evaluiert und die 
Ergebnisse diskutiert. Zunächst liegt der Fokus ausschließlich auf dem räumlichen Interaktionspotential 
ohne zeitliche Interaktionen. Es folgt eine Betrachtung der multitemporalen Klassifikation von 
Fernerkundungsdaten mit einheitlichem Maßstab. Zuletzt erfolgt die Evaluation von multitemporalen 
Klassifikationen von Daten unterschiedlicher Auflösung ohne sowie mit Veränderungen. 

Im letzten Kapitel dieser Arbeit werden die wesentlichen Erkenntnisse in einer Schlussbetrachtung 
zusammengeführt und ein Blick auf künftige Herausforderungen geworfen. 
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2. Stand der Wissenschaft 
Ausgangspunkt für diese Arbeit waren zwei praktische Fragestellungen: Kann die 
Klassifikationsgenauigkeit von Satellitendaten durch die Kombination mehrerer Aufnahmen 
unterschiedlicher Sensoren zu unterschiedlichen Zeitpunkten gesteigert werden? Ist es gleichzeitig 
möglich, Veränderungen zu erkennen? Im ersten Teil dieses Kapitels wird der Stand der Wissenschaft zu 
diesen Fragestellungen aus Sicht der Anwendung betrachtet. Allgemein werden die Grundlagen der 
Klassifikation von Fernerkundungsdaten dargestellt, zunächst für die Auswertung von Einzelbildern, im 
Folgenden für multitemporale Auswertungen. 

Die zur Lösung der obigen Fragestellungen entwickelte Methode basiert auf Conditional Random Fields. 
Im zweiten Teil dieses Kapitels wird der Stand der Wissenschaft zur Auswertung von Bilddaten mit 
Zufallsfeldern aufgezeigt. Zufallsfelder erfreuen sich in den letzten Jahren zunehmender Beliebtheit. 
Nach einem Überblick über grundlegende wegweisende Arbeiten zu Zufallsfeldern liegt der Fokus auf 
Arbeiten zur Klassifikation von Fernerkundungsdaten mit Zufallsfeldern. 

Abschließend werden in Kapitel 2.5 die Grenzen der existierenden Arbeiten diskutiert und daraus die 
Anforderungen und Rahmenbedingungen für die neue Methodik entwickelt. 

2.1. Klassifikation von Einzelbildern 

Ziel einer Klassifikation ist die Zuweisung von unterschiedlichen Klassen zu den auszuwertenden 
Primitiven. Primitive können Pixel oder regelmäßige, z.B. quadratische, wie auch unregelmäßige 
Segmente sein. Die Wahl ist unter Berücksichtigung der Anwendung und der einzusetzenden Methode 
zu treffen. Die Definition der zu unterscheidenden Klassen hängt sowohl von den Szeneninhalten als 
auch von der Auflösung ab. So können z.B. bei hochaufgelösten Fernerkundungsdaten die Klassen Haus, 
Straße, Baum und Grünfläche unterschieden werden. Hingegen ist bei Daten mittlerer Auflösung die 
Unterscheidung in die übergeordneten Klassen Siedlung, Ackerland und Wald sinnvoll. Die Erkennbarkeit 
von Objekten ist allerdings nicht ausschließlich von deren Größe und dem räumlichen 
Auflösungsvermögen des Sensors abhängig. Es spielen auch die Objekteigenschaften und der Kontrast 
zur Umgebung eine wesentliche Rolle, so dass kein eindeutiges Verhältnis zwischen Objektgröße und 
Bildauflösung für die sichere Erkennbarkeit eines Objektes angegeben werden kann (Albertz, 2009). 

Die Klassifikation von Fernerkundungsdaten ist ein komplexer Prozess, der u.a. die Auswahl von 
Trainingsgebieten, die Bildvorverarbeitung, die Merkmalsextraktion, die Wahl eines geeigneten 
Klassifikationsverfahrens, die Nachbearbeitung und eine Genauigkeitsbetrachtung beinhaltet (Lu und 
Weng, 2007; Wang et al., 2016). Einige dieser Aspekte werden für den konkreten Fall im weiteren Verlauf 
dieser Arbeit in Grundzügen dargestellt. Eine eingehende Betrachtung sämtlicher Aspekte übersteigt den 
Rahmen dieser Arbeit. Der Fokus liegt an dieser Stelle auf den Klassifikationsverfahren. Diese lassen sich 
nach unterschiedlichen Kriterien (Lu und Weng, 2007) einteilen. Im Folgenden werden einige dieser 
Kriterien aufgezeigt. Auf eine ausführliche Vorstellung einzelner Klassifikationsverfahren wird verzichtet, 
die Grundlagen finden sich in zahlreichen Lehrbüchern (u.a. Albertz, 2009; Richards, 2013; Mather und 
Tso, 2016). 
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Überwachte vs. unüberwachte Klassifikationsverfahren: Für eine überwachte Klassifikation müssen die 
zu bestimmenden Klassen zunächst definiert werden und ausreichend Trainingsgebiete für die Klassen 
vorhanden sein. Anhand dieser Trainingsgebiete werden die Charakteristika der einzelnen Klassen 
gelernt. Jedes zu klassifizierende Primitiv wird in einer überwachten Klassifikation der Klasse mit der 
größten Ähnlichkeit zugewiesen. Populäre Verfahren sind Maximum-Likelihood oder Neuronale 
Netzwerke. Hingegen sind bei unüberwachten Klassifikationen die Klassen zunächst unbekannt. Der 
Klassifikator gruppiert die Merkmalsvektoren der Primitive im Merkmalsraum und erzeugt auf diese 
Weise unterschiedliche Klassen (z.B. K-means-Clustering). Die Bedeutung dieser Klassen wird 
abschließend durch manuelle Interpretation oder automatische Zuordnungsverfahren zugewiesen. 

Parametrische vs. nichtparametrische Klassifikationsverfahren: Bei parametrischen Verfahren liegt eine 
Annahme über die Verteilung der Daten zugrunde. Zumeist wird eine Normalverteilung der Daten 
angenommen. Die zu bestimmenden Parameter sind in diesem Fall z.B. der Mittelwert und die 
Kovarianzmatrix, die für eine Maximum-Likelihood-Klassifikation genutzt werden können. Ein Vergleich 
mehrerer parametrischer Verfahren, sowohl pixelbasiert als auch unter Einbeziehung von räumlichem 
Kontext, findet sich bei Hubert-Moy et al. (2001). Nichtparametrische Verfahren kommen ohne eine 
solche Annahme aus. Zu dieser Gruppe gehören u.a. Neuronale Netzwerke, Support Vector Machines 
(einen ausführlichen Überblick geben Mountrakis et al. (2011)) oder Expertensysteme. Insbesondere bei 
einer sehr großen Anzahl von Merkmalen, z.B. bei der Auswertung von Hyperspektraldaten, sind 
nichtparametrische Verfahren zu bevorzugen (Camps-Valls et al., 2014). 

Pixelbasierte vs. Subpixel- vs. segmentorientierte Klassifikationsverfahren: Die Auswertung von 
Fernerkundungsdaten erfolgt zumeist auf Pixelebene. Nahezu sämtliche populären 
Klassifikationsverfahren können auf Pixelebene angewandt werden. Pixelbasierte Verfahren führen zu 
guten Ergebnissen, wenn die Spektralwerte einer Klasse und die daraus abgeleiteten Merkmale 
homogen sind. Ist dies nicht der Fall, führt dies zu verrauschten Ergebnissen. Benachbarte Pixel werden 
fehlerhaft unterschiedlichen Klassen zugewiesen�U�� �u���v�� �•�‰�Œ�]���Z�š�� �À�}�v�� ���]�v���u�� �c�^���o�Ì-und-Pfeffer-Effek�š�^. 
Insbesondere bei Daten mittlerer oder niedriger Auflösung resultieren die Pixelwerte aus einer 
Vermischung der Reflexionen unterschiedlicher Materialien (Lu et al., 2011). Das Ziel von Subpixel-
Klassifikationsverfahren ist die spektrale Entmischung. Hierdurch lassen sich die Pixelwerte als 
Kombination sogenannter Endmember aufspalten. Diese Endmember geben den Anteil der Materialien 
(und somit häufig der Objekte) an der räumlichen Position des Pixels an. Segmentorientierte 
Klassifikationsverfahren erfordern zunächst eine Bildsegmentierung. Diese Segmente repräsentieren im 
Idealfall Objekte oder werden zu Objekten zusammengefügt. Ein Nachteil dieses Ansatzes ist, dass sich 
Segmentierungsfehler unmittelbar auf das Klassifikationsergebnis auswirken. Alternativ können GIS-
Daten zur Definition der Segmente verwendet werden (Albert et al., 2017).  

Lokale vs. kontextbasierte Klassifikationsverfahren: Die Entscheidung für die Zugehörigkeit eines 
Primitivs zu einer Klasse erfolgt bei lokalen Klassifikationsverfahren ausschließlich basierend auf 
Merkmalen, die aus dem Erscheinungsbild des Primitivs abgeleitet wurden. Insbesondere bei 
pixelbasierten Verfahren führt dies oft zum �c�^���o�Ì-und-Pfeffer-���(�(���l�š�^�X�����µ�•�����]���•���u���'�Œ�µ�v�����Á���Œ�����v���Z���µ�(�]�P��
Techniken zur Nachbearbeitung eingesetzt. Diese können z.B. Filtermethoden sein, die das Ergebnis 
glätten, jedoch oft zum Verlust wertvoller Informationen führen. Andere Ansätze nutzen 
Expertenwissen, um die Ergebnisse in einem regelbasierten System zu verbessern. Durch Nutzung 
kontextbasierter Verfahren kann dem �c�^���o�Ì-und-Pfeffer-���(�(���l�š�^ entgegen gewirkt werden (Hubert-Moy 
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et al. 2001). Bei diesen Verfahren interagieren Primitive, in den meisten Fällen räumlich benachbarte 
Primitive, miteinander. Durch diesen Informationsaustausch kann zusätzliches Wissen berücksichtigt 
werden, z.B., dass benachbarte Primitive identischen Klassen zugehören oder eine Kombination 
bestimmter benachbarter Klassen sehr wahrscheinlich ist. Zu den kontextbasierten Verfahren zählen die 
in dieser Arbeit verwendeten Zufallsfelder. Ausführliche Betrachtungen zur Nutzung von Kontextwissen 
finden sich u.a. in Li et al. (2014), Schindler (2012) sowie Kumar und Hebert (2006). 

Monoskalare vs. multiskalare Klassifikationsverfahren: Abhängig von der räumlichen Auflösung der 
Fernerkundungsdaten sind unterschiedliche Objekte oder deren Objektteile in den Bildern sichtbar, 
interpretierbar und detektierbar. Das ist die Motivation für multiskalare Klassifikationsverfahren. In der 
Literatur wird der Begriff multiskalare Klassifikation für zwei grundlegend unterschiedliche Ansätze 
verwendet. Im ersten Fall wird ein zu analysierendes Bild in unterschiedliche Skalenebenen überführt 
(Kumar und Hebert, 2006; Moser et al., 2009), z.B. durch eine Filterung des Originalbildes. Zwar geht 
damit ein Verlust an Information einher, es treten jedoch in den unterschiedlichen Skalenebenen 
unterschiedliche Objektcharakteristika hervor. In den jeweiligen Skalenebenen werden Merkmale 
extrahiert, die gemeinsam mit den in anderen Skalenebenen extrahierten Merkmalen zur Auswertung 
genutzt werden. Im zweiten Fall handelt es sich um Verfahren, in denen verschiedene Datenquellen, die 
sich in Auflösung und Informationsgehalt unterscheiden, gemeinsam ausgewertet werden. In der 
englischsprachigen L�]�š���Œ���š�µ�Œ�� �Á�]�Œ���� �Z�]���Œ�(�º�Œ�� ���µ���Z�� �����Œ�� �����P�Œ�]�(�(�� �c�u�µ�o�š�]�•�}�µ�Œ�����^�� �À���Œ�Á���v�����š�X��In vielen Fällen 
haben die Daten unterschiedliche Aufnahmezeitpunkte, weshalb die Arbeiten gleichfalls der Gruppe der 
multitemporalen Klassifikationsverfahren zugehörig sind. 

2.2. Multitemporale Klassifikation 

Für eine multitemporale Klassifikation müssen mindestens zwei Bilder einer identischen Region 
vorliegen. Alternativ kann zu einem Zeitpunkt ein GIS-Datenbestand einbezogen werden. 
Multitemporale Klassifikationsverfahren verfolgen zwei wesentliche Ziele: 

�x Steigerung der Klassifikationsgenauigkeit 

�x Detektion von Veränderungen zwischen den Zeitpunkten 

Die Ziele werden im Regelfall getrennt voneinander betrachtet, so dass Veröffentlichungen zur 
multitemporalen Klassifikation zumeist eindeutig einer Gruppe zugeordnet werden können. Liegt der 
Fokus auf der Steigerung der Klassifikationsgenauigkeit, müssen die Bilder identische und unveränderte 
Objekte enthalten. In den unterschiedlichen Bildern prägen sich diese jedoch oft mit veränderter 
radiometrischer Erscheinung aus. Dieser zusätzliche Informationsgehalt hilft, die Genauigkeit von 
Klassifikationen zu steigern. Enthalten die Bilder unterschiedliche oder veränderte Objekte, kommen 
Verfahren zur Detektion von Veränderungen zum Einsatz. Die Herausforderung besteht darin, sowohl 
das Auftreten als auch die Art der Veränderungen zu erkennen (Radke et al., 2005). 

2.2.1. Steigerung der Klassifikationsgenauigkeit 

Einzelne Objektklassen, insbesondere Vegetationsklassen, sind in Fernerkundungsdaten eines 
Zeitpunktes häufig schwer zu unterscheiden. Ihre Reflexionseigenschaften können ähnlich sein, die 
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erfassten radiometrischen Informationen somit auch. Hingegen heben sich zu anderen Zeitpunkten die 
Klassen stark voneinander ab (siehe zweites Beispiel der Motivation, Kapitel 1.1). Da zu unterschiedlichen 
Zeitpunkten häufig abweichende unterschiedliche Klassen ähnliche Eigenschaften haben, ist in vielen 
Fällen eine Unterscheidung sämtlicher Klassen zu nur einem Zeitpunkt schwer möglich. Durch eine 
Auswertung multitemporaler Daten kann dieses Problem verringert werden.  

Methodisch gibt es drei populäre Ansätze (Richards, 2013): 

�x Sämtliche Merkmale aller Zeitpunkte eines Primitivs werden in einem Vektor zusammengeführt. 
Dieser Vektor wird analog zur Auswertung eines Einzelbildes zur Klassifikation genutzt. 

�x Die Daten der unterschiedlichen Zeitpunkte werden unabhängig voneinander mit einem oder 
mehreren Verfahren klassifiziert. Weichen die Klassifikationsergebnisse voneinander ab, erfolgt 
die Entscheidung für eine Klasse durch ein vordefiniertes Kriterium (decision maker).  

�x Sämtliche Informationen werden in ein wissensbasiertes System integriert. 

Die Ansätze werden bevorzugt für die Klassifikation multitemporaler Daten aus einer Vegetationsperiode 
genutzt. Insbesondere steht die Erkennung unterschiedlicher Feldfrüchte im Fokus der Forschung. Vieira 
et al. (2000) nutzen Daten mehrerer Sensoren mit unterschiedlicher Auflösung. Die Trainingsdaten 
werden durch Punkte in einem dreidimensionalen Raum mit den Achsen Zeit, Wellenlänge und Reflexion 
repräsentiert. Für jede Klasse wird eine Fläche durch diese Punkte geschätzt. Die Koeffizienten der 
Parametrisierung der Fläche werden im Folgenden als Merkmale genutzt. Hoberg und Müller (2011) 
nutzen CRF zur Erkennung von Feldfrüchten in hochaufgelösten optischen Fernerkundungsdaten. Es 
werden zwei Ansätze beschrieben: Zum einen werden sämtliche Merkmale in einem Vektor 
zusammengeführt, zum anderen wird ein multitemporales CRF (Kapitel 4.1) aufgebaut, in dem die 
benachbarten Primitive der einzelnen Zeitpunkte interagieren. Durch die Integration räumlichen 
Kontextwissens liefern beide Ansätze bessere Klassifikationsgenauigkeiten als eine SVM-Klassifikation. 
Leite et al. (2011) nutzen Hidden Markov Models zur Erkennung von Feldfrüchten in zwölf Landsat-
Aufnahmen und verdeutlichen den Vorteil einer multitemporalen Auswertung. Während in 
Einzelbildaufnahmen eine Gesamtgenauigkeit von ca. 60% erreicht wird, kann diese durch Auswertung 
von mindestens sechs Szenen auf über 90% gesteigert werden. Rußwurm und Körner (2018) 
unterscheiden 17 Vegetationsklassen in einer Zeitreihe von Sentinel 2 Daten mit Recurrent Neural 
Networks (RNN).  Der Ansatz erfordert keine explizite Formulierung von Merkmalen und erlaubt die 
Existenz einzelner bewölkter Bilder innerhalb der Zeitreihe. RNN sind eine Weiterentwicklung der 
populären Convolutional Neural Networks (CNN) für die Analyse von Datensequenzen. Im Gegensatz zu 
CNN, in denen eine Informationsverarbeitung zwischen den Neuronen von der Eingabe- zur 
Ausgabeschicht erfolgt, existiert in RNN eine Rückkopplung. Interdonato et al. (2019) nutzen gleichfalls 
RNN zur Klassifikation von 13 Landnutzungsklassen in Sentinel 2 Daten von über 30 Zeitpunkten. 

Die Anwendung dieser Methoden ist nicht auf Daten optischer Fernerkundungsdaten beschränkt und 
kann auf Daten beliebiger Sensoren (z.B. SAR-Daten: Waske und Braun, 2009;  Tavakkoli Sabour, 2010) 
oder eine Kombination von Daten unterschiedlicher Sensoren übertragen werden.  

Einen ausführlichen Überblick über unterschiedliche Anwendungen und Verfahren zur Klassifikation 
multitemporaler Fernerkundungsdaten unterschiedlicher Sensoren geben Gòmez-Chova et al. (2015). Es 
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zeigt sich, dass kein ideales Verfahren für sämtliche Anwendungen existiert. Das Verfahren sollte stets 
anhand der Aufgabenstellung und der zur Verfügung stehenden Daten gewählt werden. 

2.2.2. Detektion von Veränderungen 

Eine Auswertung von Einzelbildern kann stets nur die Landbedeckung bzw. Landnutzung zu einem 
Zeitpunkt beschreiben. Für zahlreiche Fragestellungen der Planung, des Monitorings oder des 
Krisenmanagements interessieren jedoch vorrangig die Veränderungsprozesse. Für einige 
Fragestellungen ist es ausreichend, die sich verändernden Gebiete zu identifizieren. Für andere 
Fragestellungen wird Wissen über die Art der Veränderung benötigt. Die Detektion von Veränderungen 
(change detection) der Landbedeckung oder Landnutzung ist immer dann möglich, wenn sich diese in 
Veränderungen der Radiometrie auswirken. Allerdings können radiometrische Veränderungen auch 
durch weitere Faktoren, z.B. unterschiedliche atmosphärische Bedingungen, unterschiedliche 
Sonnenstände oder unterschiedliche Vegetationsphasen hervorgerufen werden (Mas, 1999). Diese 
Einflüsse lassen sich in begrenztem Maß reduzieren, z.B. mit der Auswahl von Daten, die zum selben 
Jahreszeitpunkt aufgenommen wurden (Singh, 1989).  

Die Erkennung von Veränderungen ist Thema zahlreicher wissenschaftlicher Arbeiten, die an dieser 
Stelle nicht einzeln vorgestellt werden können. Einen Überblick über die ersten Arbeiten zur 
automatischen Erkennung von Veränderungen gibt Singh (1989). Einen sehr ausführlichen qualitativen 
Überblick geben Lu et al. (2004). Weitere umfangreiche Zusammenstellungen geben Jianya et al. (2008) 
sowie Bruzzone und Bovolo (2013). Sämtliche vorgenannten Arbeiten haben den Fokus auf 
Fernerkundungsaufgaben. Allgemein geben Radke et al. (2005) einen ausführlichen Überblick über 
Methoden zur Detektion von Veränderungen aus allen Bereichen der Bildanalyse. Darüber hinaus 
können Veränderungen nicht nur aus dem Vergleich mehrerer Bilder, sondern auch durch Abgleich von 
Bildern mit GIS-Daten erkannt werden (Li, 2010). 

Vor dem Hintergrund der Aufgabenstellung dieser Arbeit konzentriert sich die weitere Betrachtung auf 
die multitemporale Klassifikation zur Erkennung von Veränderungen der Landbedeckung bzw. 
Landnutzung aus optischen Fernerkundungsdaten. Diese Verfahren lassen sich in drei Kategorien 
einteilen (Jianya et al., 2008): 

�x Vergleich zweier Datenquellen (Pixel oder Merkmale) 

�x Vergleich extrahierter Informationen 

�x Simultane Analyse aller Daten in einem Modell 

Beim Vergleich zweier Datenquellen werden Differenzen oder Verhältnisse der Merkmale oder 
abgeleiteter Indizes untersucht. Weitere Ansätze nutzen transformierte Daten, um redundante Daten zu 
reduzieren und den Merkmalsraum zu verkleinern, z.B. mittels Hauptachsentransformation. Die 
Entscheidung, ob eine Veränderung vorliegt, erfolgt mit zu definierenden Schwellwerten. Neben der 
Wahl eines geeigneten Schwellwertes ist eine entscheidende Schwäche dieses Ansatzes die Tatsache, 
dass die Radiometrie eines Primitivs verändert sein kann, die zugehörige Klasse jedoch unverändert ist 
(Mas, 1999). Dieses Phänomen tritt typischerweise bei Ackerflächen auf, die zu unterschiedlichen 
Jahreszeiten beobachtet wurden. Zudem lassen sich mit diesen Ansätzen nur Aussagen über das 
Vorhandensein von Veränderungen, jedoch nicht über die Art der Veränderung treffen (Lu et al., 2004).  
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Die zweite Gruppe sind Verfahren, die die Ergebnisse von unabhängigen vollständigen Klassifikationen 
der Landbedeckung oder Landnutzung der einzelnen Zeitpunkte vergleichen (Post-Klassifikation). Post-
Klassifikationsverfahren sind robust gegen spektrale Variationen einzelner Klassen zu unterschiedlichen 
Jahreszeiten und liefern eine vollständige Matrix von Klassenübergängen. Für gute 
Klassifikationsergebnisse zu den einzelnen Zeitpunkten sind in Qualität und Quantität ausreichende 
Trainingsdaten zwingend notwendig (Lu et al., 2004). Hohe Klassifikationsgenauigkeiten zu den 
einzelnen Zeitpunkten sind die Grundlage für eine sichere Erkennung von Veränderungen, da sich Fehler 
in den Klassifikationsergebnissen unmittelbar als Fehler in der Veränderungsmatrix auswirken. In diese 
zweite Gruppe fallen darüber hinaus objektorientierte Verfahren, die Veränderungen einzelner 
extrahierter Objekte analysieren. Diese Verfahren werden vor allem in der Bildsequenzanalyse zur 
Bestimmung von Trajektorien genutzt. 

Bis zum heutigen Zeitpunkt sind die meisten Arbeiten zur Detektion von Veränderungen in die ersten 
beiden Kategorien einzuordnen. Da die oben angesprochenen Schwächen die erreichbare 
Klassifikationsgenauigkeit limitieren, gelangen Verfahren der dritten Gruppe zunehmend in den Fokus 
wissenschaftlicher Betrachtungen. Der Vorteil der simultanen Analyse in einem Modell ist, dass - wie in 
Gruppe 1 - die originalen Beobachtungen anstelle abgeleiteter Daten für die Klassifikation genutzt 
werden und es - wie in Gruppe 2 - möglich ist, die Art der Veränderung zu modellieren. 

Der einfachste Ansatz zur simultanen Analyse in einem Modell ist, die extrahierten Merkmale aller 
Zeitpunkte pro Primitiv in einen Vektor zusammenzufassen. Dieser wird mit einem beliebigen Verfahren 
klassifiziert. Dieses Vorgehen erfordert jedoch umfangreiche Trainingsdaten für sämtliche realistischen 
Klassenübergänge. Für viele Anwendungen liegt diese Voraussetzung nicht vor. 

Andere Ansätze integrieren semantische Informationen, u.a. modelliert Pakzad (2001) die 
Klassenübergänge explizit mit Zustandsübergangsdiagrammen. Ebenso nutzen Mota et al. (2007) und 
Feitosa et al. (2009) Vorwissen über mögliche Änderungen von Landbedeckungsklassen, um den 
Suchraum zu verkleinern. Dieses Vorwissen wird in Übergangsmatrizen, die die Möglichkeiten eines 
Übergangs zwischen zwei Klassen ausdrücken, repräsentiert. Die vorgestellte Methode dieser Arbeiten 
ist auf Pixel wie auch Segmente anwendbar. Räumliche Nachbarschaften werden nicht berücksichtigt. 
Bei Nutzung von Segmenten wirken sich Segmentierungsfehler unmittelbar auf das 
Klassifikationsergebnis aus. 

Die meisten Arbeiten verwenden nur ein Klassifikationsverfahren zur Veränderungsdetektion. Einige 
Ansätze kombinieren unterschiedliche Klassifikatoren, um die Vorzüge der jeweiligen Verfahren zu 
nutzen. Bruzzone et al. (2004) führen die Ergebnisse von drei multitemporalen Klassifikatoren gemäß 
diverser Entscheidungsregeln zusammen, ohne räumliche Nachbarschaften zu berücksichtigen. Durch 
die Anwendung mehrerer überwachter Klassifikatoren ist das Verfahren aufwendig. Eine signifikante 
Verbesserung der Ergebnisse hängt stark von der Wahl geeigneter Entscheidungsregeln ab. 

Verfahren zur simultanen Auswertung multitemporaler Daten unterscheiden sich zudem im 
Informationsfluss zwischen den Primitiven zu den einzelnen Zeitpunkten. In Verfahren mit 
kaskadierendem Informationsfluss (z.B. unter Einsatz von Markov-Ketten (Feitosa et al., 2009)) werden 
Informationen nur in eine Richtung gegeben, in den meisten Fällen von früheren zu aktuelleren 
Zeitpunkten. In Verfahren mit bidirektionalem Informationsfluss interagieren die Primitive der 
unterschiedlichen Zeitpunkte wechselseitig. Somit kann auch die Klassifikationsgenauigkeit 
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zurückliegender Zeitpunkte gesteigert werden. Zufallsfelder ermöglichen einen bidirektionalen 
Informationsfluss, entsprechende Arbeiten werden in Kapitel 2.4. besprochen. 

2.3. Klassifikation von Bilddaten mit Zufallsfeldern 

Zahlreiche Klassifikationsverfahren wirken nur lokal auf die zu klassifizierenden Primitive ohne 
Betrachtung angrenzender Primitive (Kapitel 2.1). Das resultierende Klassifikationsergebnis weist oft 
���]�v���v�� �c�^���o�Ì-und-Pfeffer-���(�(���l�š�^�� ���µ�•�X��Ein solches Ergebnis entspricht jedoch zumeist nicht der Realität. 
Die meisten Objekte sind größer als die durch ein Pixel des Sensors abgedeckte Fläche. Durch Nutzung 
kontextbasierter Verfahren kann ein homogeneres und vor allem der Realität besser entsprechendes 
Ergebnis erzeugt werden (Schindler, 2012; Wang et al., 2016).  

Es gibt zwei gängige Möglichkeiten, Kontext in die Auswertung zu integrieren: implizit über Merkmale 
oder explizit durch Modellierung der Kontextbeziehungen. Im ersten Fall werden die Bildprimitive 
weiterhin unabhängig voneinander klassifiziert. Kontextinformation wird über die extrahierten 
Merkmale integriert. Diese werden hierzu nicht nur aus dem Erscheinungsbild des Primitivs gewonnen, 
sondern auch aus seiner Umgebung. Im zweiten Fall werden die Kontextbeziehungen explizit in das 
Klassifizierungsverfahrens integriert. Hierfür bieten sich graphische Modelle (Kapitel 3.2), insbesondere 
Zufallsfelder, an.   

Populär wurden Zufallsfelder mit den Arbeiten von Geman und Geman (1984) sowie Besag (1986). Die 
von ihnen vorgestellten Markov Random Fields (MRF, Kapitel 3.2.3) sind ungerichtete graphische 
Modelle zur probabilistischen kontextbasierten Klassifikation. Zufallsfelder bestehen aus Knoten und 
ungerichteten Kanten. Knoten repräsentieren die zu klassifizierenden Bildprimitive. Die Abhängigkeiten 
zwischen den Primitiven werden durch Kanten modelliert. Ziel der Klassifikation ist die simultane 
Bestimmung der wahrscheinlichsten Konfiguration aller Klassenlabels für das gesamte graphische 
Modell.  

Bei der Anwendung von MRF ist die Interaktion benachbarter Primitive zur Berücksichtigung von Kontext 
auf die Klassenlabels beschränkt. Die an unterschiedlichen Bildpositionen extrahierten Merkmale 
werden als bedingt unabhängig betrachtet (Kapitel 3.2.3). Diese Einschränkung wird mit Conditional 
Random Fields aufgehoben. CRF ermöglichen zusätzlich die Modellierung von Abhängigkeiten von 
Merkmalen von unterschiedlichen Primitiven an beliebigen Positionen sowie die Modellierung von 
Interaktionen von Merkmalen und Klassenlabels (Kapitel 3.2.4). 

CRF wurden ursprünglich für die Analyse von Textsequenzen entwickelt (Lafferty et al., 2001). Als erste 
setzten Kumar und Hebert (2003) CRF zur Klassifikation von Bilddaten ein. Ziel ihrer Arbeit ist die 
Erkennung von Gebäuden in beliebigen terrestrischen Szenen. Dabei handelt sich um ein binäres 
Klassifikationsproblem, das unter Nutzung typischer Strukturen in terrestrischen Szenen gelöst wird. He 
et. al (2004) nutzen ein multiskaliges CRF mit lokalen, regionalen sowie globalen Merkmalen zur 
Klassifikation von monotemporalen terrestrischen Szenen. Künstliche sowie natürliche Objekte in 
terrestrischen Szenen unter Verwendung hierarchischer CRFs klassifizieren Ladický et al. (2009) und Yang 
(2011). Aus den vollaufgelösten Bildern werden Bilder unterschiedlicher Auflösungsstufen generiert und 
aus diesen niedriger aufgelösten Bildern Merkmale abgeleitet. Die Auflösungsstufen werden mit dem 
hierarchischen CRF verknüpft. 
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In der weiteren Betrachtung liegt der Fokus auf Anwendungen aus dem Bereich der Fernerkundung. 

2.4. Zufallsfelder in der Fernerkundung 

Aufgrund der vielversprechenden Ergebnisse für vielfältige unterschiedliche Aufgabenstellungen im 
Bereich Computer Vision wurden MRF sowie CRF in zahlreichen Anwendungen aus dem Bereich der 
Fernerkundung erprobt. 

CRF wurden zunächst zur Auswertung monotemporaler Fernerkundungsdaten genutzt. Zhong und Wang 
(2007) nutzen multiple CRF zur Erkennung urbaner Gebiete in hochaufgelösten optischen 
Satellitenbilddaten. In ihrem Ansatz werden mehrere unterschiedliche Merkmale extrahiert, die 
unabhängig voneinander mit CRF klassifiziert werden. Diese Klassifikationsergebnisse werden in einem 
finalen Schritt fusioniert. Lu et al. (2009) nutzen CRF für die Erstellung eines digitalen Geländemodells 
aus LiDAR-Daten. Roscher et al. (2010) klassifizieren Feldfrüchte und weitere Landbedeckungsklassen in 
Landsat-Aufnahmen. Ergebnisse, die mit drei unterschiedlichen Klassifikatoren (Maximum Likelihood, 
Support Vector Machines, Import Vector Machines) erzeugt wurden, werden in einem CRF fusioniert. 
Paisitkriangkrai et al. (2015) nutzen CRF für eine Postklassifikation einer Convolutional Neural Networks 
(CNN) - Klassifikation von Landbedeckungsklassen. Die Post-Klassifikation bewirkt in diesem Fall eine 
Glättung unter Beibehaltung der Kanten. Einen ähnlichen Ansatz verfolgen Pan und Zhao (2018), wobei 
zunächst einzelne Pixel zu Superpixeln zusammengefasst werden und diese mit einem CNN klassifiziert 
werden. Die Superpixel werden mithilfe des CRF wieder zerlegt und auf diese Weise kleine Strukturen 
bewahrt. 

Die zuvor vorgestellten Ansätze nutzen Pixel oder kleine quadratische Segmente als Primitive. Diese 
spannen einen regelmäßigen Graphen (Kapitel 3.2) auf. Im Gegensatz hierzu verwendet Wegner (2011) 
einen aus einer Segmentierung resultierenden unregelmäßigen Graphen für die Gebäudedetektion aus 
optischen und InSAR-Daten. Ein solcher Ansatz ist allerdings für eine Veränderungsdetektion nicht 
zielführend, da keine identischen Segmentgrenzen für die einzelnen Bilder zu erwarten sind. Eine 1:1 
Zuordnung von Primitiven in den Bildern der unterschiedlichen Zeitpunkte wäre somit nicht gegeben.    

Eine multiskalige Auswertung einzelner Bilder oder eine Fusionierung von Daten unterschiedlicher 
Datenbestände bzw. unterschiedlicher Zeitpunkte kann über eine Modellierung mit mehreren Ebenen 
in einem Zufallsfeld erfolgen. Auf multiskaligen Markov Zufallsfeldern basierende Klassifikationsansätze 
präsentieren Kato et al. (1993), Wilsky (2002) sowie Choi et al. (2008). Die Idee besteht im Aufbau einer 
Label-Pyramide, deren gröbere Raster sich in schrittweise feinere Stufen untergliedern. Der Vorteil 
dieses kontextbasierten Ansatzes ist, dass in jeder Stufe neue lokale Interaktionen entstehen. Ebenfalls 
basierend auf einem pyramidalen Aufbau nutzen Bouman und Shapiro (1994) ein multiskaliges 
Zufallsfeld zur Bildsegmentierung. Die zugrundeliegende Struktur sind hierbei Quadtrees. Jeder Knoten 
einer Pyramidenebene interagiert mit dem zugehörigen Knoten in der gröberen Ebene in Form einer 
Markov-Kette. Eine Interaktion räumlich benachbarter Knoten unterbleibt. Einen ähnlichen Ansatz 
verfolgen Kersten et al. (2010) zur Klassifikation hochaufgelöster Fernerkundungsdaten. Im Gegensatz 
zu den zuvor vorgestellten Arbeiten werden jedoch basierend auf dem Informationsgehalt in den 
unterschiedlichen Auflösungsstufen unterschiedliche Klassen für die jeweiligen Auflösungsstufen 
definiert.  
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Unterschiedliche Klassen für die unterschiedlichen Ebenen eines multiskaligen CRFs verwenden 
ebenfalls Schnitzspan et al. (2008). Ziel ist die Erkennung von Objekten und deren einzelner 
Bestandteilen in terrestrischen Szenen. Das Modell besteht aus einem regelmäßigen Graphen in einer 
übergeordneten Ebene. In dieser Ebene werden komplette Objekte detektiert. Zudem existieren 
Nachbarschaftsbeziehungen zu weiteren Skalenebenen in einer Pyramidenstruktur. In den unteren 
Ebenen dieser Pyramide werden Objektteile detektiert. Das Modell gewährleistet somit eine Interaktion 
von Objekten und deren Teilen. Das bringt vor allem im Bereich von Verdeckungen, die in terrestrischen 
Szenen ein großes Problem darstellen, einen großen Gewinn. Der Ansatz wird in Yang et al. (2010) mit 
einer vorhergehenden Watershed-Segmentierung bzw. in Yang und Förstner (2011) mit einer Mean-
Shift-Segmentierung in ein unregelmäßiges CRF überführt. Diese Ansätze eignen sich gleichfalls für die 
Auswertung von Fernerkundungsdaten.  

Albert et al. (2017) klassifizieren simultan in einem Mehr-Ebenenmodell die Landbedeckung und 
Landnutzung. Es wird sowohl semantischer als auch räumlicher Kontext genutzt. Die Klassifikation der 
Landbedeckung erfolgt auf einer Ebene mit Super-Pixeln, wohingegen die Landnutzung auf Objektebene 
bestimmt wird. Diese Objekte werden als Polygone aus einer GIS-Datenbank gewonnen. Innerhalb der 
jeweiligen Ebenen werden die paarweisen Abhängigkeiten benachbarter Primitive genutzt. Zwischen 
den Ebenen werden die komplexen Abhängigkeiten von mehr als zwei Variablen mit Potentialen höherer 
Ordnung modelliert. Die Modellierung komplexer Abhängigkeiten durch Potentiale höherer Ordnung ist 
mit trad itionellen Inferenz-Methoden sehr zeitintensiv und wurde erst durch die Arbeiten von Kohli und 
Torr (2009) populär. Für die Klassifikation von optischen Fernerkundungsdaten wurden sie u.a. von 
Montoya-Zegarra et al. (2015) zur Erkennung von Straßen und Bauwerken genutzt. 

Kosov et. al (2013) verwenden ein CRF mit mehreren Ebenen zur Klassifikation von Luftbildern mit 
zahlreichen verdeckten Objekten. Sowohl die verdeckten als auch die verdeckenden Objekte werden in 
einer separaten Ebene (Vordergrund und Hintergrund) modelliert. Die Knoten der in x-y-Position 
zugehörigen Primitive der beiden Ebenen sind durch Kanten verbunden, so dass Vordergrund- und 
Hintergrundprimitive interagieren können. 

Zufallsfelder zur multitemporalen Auswertung von Fernerkundungsdaten wurden erstmals von Solberg 
et al. (1996) eingesetzt. In ihrer Methode zur simultanen Klassifikation von Fernerkundungs- und GIS-
Daten zu unterschiedlichen Zeitpunkten können Daten unterschiedlicher Auflösung in den 
Auswerteprozess integriert werden. Die Klassenstruktur ist unabhängig von der Auflösung. Für mögliche 
Klassenübergänge werden Übergangswahrscheinlichkeiten genutzt. Melgani und Serpico (2003) nutzen 
MRF unter Berücksichtigung zeitlicher und räumlicher Nachbarschaften zur Klassifikation von 
Fernerkundungsdaten identischer Auflösung. Zunächst werden die Bilder einzeln mit MRF klassifiziert. 
In einem zweiten Schritt bezieht der Ansatz eine bidirektional wirkende Übergangsmatrix für zwei 
aufeinanderfolgende Zeitpunkte ein. 

Die Merkmale unterschiedlicher Skalen nutzen Moser et al. (2009) in einem MRF basierten Ansatz zur 
Erkennung von Veränderungen in optischen Daten. Das Problem der Veränderungsdetektion wird mit 
einem Hypothesentest gelöst, der eine Binärkarte von Veränderungen zu zwei aufeinanderfolgenden 
Zeitpunkten generiert. Eine Unterscheidung der unterschiedlichen Klassen unterbleibt bei diesem 
unüberwachten Ansatz. Einen vergleichenden Überblick über drei multilayer Markov Random Field 
Methoden zur Detektion von Veränderungen geben Benedek et al. (2015). Zwei dieser Verfahren 
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erlauben ausschließlich die Unterscheidung in veränderte und nicht veränderte Gebiete in zwei Bildern. 
Das dritte Verfahren (Sziranyi und Shadaydeh, 2014) ermöglicht eine Identifikation der 
Klassenübergänge für mehrere Bilder in einem Post-Klassifikationsschritt. Es zeigte sich, dass mit 
geeigneten Merkmalen und geeigneter Parametrisierung vergleichbare Ergebnisse mit sämtlichen 
Ansätzen erzielt werden konnten. Die Wahl eines Verfahrens für eine konkrete Anwendung sollte somit 
nach praktischen Erfordernissen ausfallen. Das Training gestaltet sich für die ersten beiden Verfahren 
aufgrund der nicht so detaillierten Auswerteerfordernisse einfacher, das dritte Verfahren liefert 
hingegen den höheren Informationsgewinn. 

Erste Anwendungen zur multitemporalen Klassifikation von Fernerkundungsdaten unter Verwendung 
von CRF stammen von Benedek und Szirányi (2009) sowie Hoberg et al. (2010). Beide Ansätze gehen von 
identischen Auflösungen der Bilder aus. Benedek und Szirányi (2009) detektieren Veränderungen in 
Luftbildern durch Kombination eines Mixed Markov Modells mit einem bedingt unabhängigen Zufallsfeld 
(conditionally independent random field). Die Methode unterscheidet lediglich binär in die Zustände 
verändert und unverändert ohne die Klassen näher zu bestimmen. Hoberg et al. (2010) erweitern ein 
monotemporales regelmäßiges CRF um weitere Ebenen zur Modellierung zeitlicher Interaktionen 
(Kapitel 4.1). Für Klassenübergänge wird eine empirisch bestimmte Übergangsmatrix genutzt. In 
optischen Bilddaten werden vier Landbedeckungsklassen unterschieden. Die Übertragbarkeit des 
Ansatzes auf Radardaten zeigen Kenduiywo et al. (2015) in ihren Arbeiten zur Klassifikation von 
Feldfrüchten in TerraSAR-X-Daten von zwei Zeitpunkten. 

Das Problem der multitemporalen Klassifikation von Fernerkundungsdaten unterschiedlicher Auflösung 
mit Zufallsfeldern wurde bislang in der Literatur wenig behandelt. Die dieser Arbeit zugrunde liegende 
Methode wurde erstmals in Hoberg et al. (2011) sowie in Hoberg et al. (2015) komprimiert vorgestellt. 
Hedhli et al. (2016) verfolgen eine ähnliche Strategie, allerdings unter Verwendung von MRF. Zu den 
einzelnen Zeitpunkten können darüber hinaus mehrere Bilder unterschiedlicher Zeitpunkte 
eingebunden werden. Diese werden hierarchisch entsprechend ihrer Auflösung geordnet und über 
Quadtrees verknüpft. Fehlende Auflösungsebenen werden über Wavelet-Transformationen höher 
aufgelöster Bilder gefüllt. Die Berücksichtigung zeitlichen und räumlichen Kontexts führt in den 
Experimenten zu deutlichen Steigerungen im Vergleich zu Verfahren, die keinen oder nur eine Art des 
Kontextes integrieren. 

2.5. Diskussion 

Das Feld der Klassifikationsverfahren für Bilddaten ist sehr weit. Selbst wenn eine Einschränkung auf 
hochaufgelöste optische Fernerkundungsverfahren vorgenommen wird, bleibt die Anzahl der 
Veröffentlichungen nahezu unüberschaubar. Eine Gemeinsamkeit der Mehrzahl der Arbeiten ist, dass 
ausschließlich Informationen genutzt werden, die sich unmittelbar aus dem Erscheinungsbild eines zu 
klassifizierenden Primitivs ableiten lassen. Es wird keine Art von Kontextwissen berücksichtigt. Dabei hat 
sich gezeigt, dass trotz unterschiedlicher Bemühungen, die Klassifikationsgenauigkeit zu steigern, z.B. 
durch Integration von Modellwissen oder Subpixel-Analysen, das Potential dieser Methoden begrenzt 
ist. 



 30  Stand der Wissenschaft 

 

Durch die Integration von räumlichen Kontextwissen in den Auswerteprozess können homogenere, 
realitätsnähere Ergebnisse erzielt werden und die Genauigkeit gesteigert werden (Wang et al., 2016; 
Schindler, 2012). Diese Beobachtung gilt sowohl für die Klassifikation auf Pixel- und Segmentebene als 
auch für Interpretationen auf Objektebene (Papadopoulos et al., 2011). Bei Betrachtungen auf 
Objektebene bietet sich zudem die Nutzung semantischen Kontexts an. Auf diese Weise können 
Relationen von Objekten modelliert werden, z.B. deuten detektierte Autos auf die Existenz einer Straße 
hin. Die Modellierung semantischer Beziehungen und deren Integration in den Klassifikationsprozess 
sind komplex und sind nicht Inhalt dieser Arbeit. 

Einen ausführlichen Überblick über die Nutzung räumlichen Kontextwissens und eine Evaluation von 
Methoden zur Glättung für Anwendungen der Fernerkundung, u.a. einen Vergleich von lokalen 
Filtermethoden mit MRF und CRF, liefert Schindler (2012). Der Autor zeigt auf, dass jede Methode zur 
Glättung im Vergleich zu ausschließlich lokales Wissen einbeziehenden Klassifikatoren zu bevorzugen ist. 
Hierbei zeigen Klassifikationen mit CRF mit geringem Abstand die besten Ergebnisse.   

Die Arbeiten zur Auswertung von Bilddaten mit CRF konzentrierten sich zunächst auf monotemporale 
terrestrische Szenen. Einige Jahre später wurden die Ansätze auf Fernerkundungsdaten übertragen. 
Terrestrische Szenen sind häufig einfacher auszuwerten, da Heuristiken oftmals einfach zu definieren 
sind und in den Auswerteprozess integriert werden können. Populäre Beispiele sind die Annahmen, dass 
terrestrische Aufnahmen stets so orientiert sind, dass der Himmel oben ist oder dass vertikale sowie 
horizontale Gebäudekanten annähernd parallel zu den jeweiligen Bildkanten verlaufen. Für 
Fernerkundungsdaten sind derart einfache Annahmen nicht zutreffend, da die Ausrichtung von 
Bodenobjekten in den wenigsten Fällen an die Himmelsrichtungen oder ähnlich klar definierte 
Gegebenheiten gekoppelt ist. 

Ein Unterscheidungskriterium der Arbeiten zu Zufallsfeldern ist die Graphstruktur. Zumeist wird ein 
regelmäßiger Graph verwendet. Die Primitive repräsentieren die Pixel des Bildes und sind gleichfalls in 
einer Gitterstruktur angeordnet. Je nach Anwendung und auszuwertenden Daten bietet sich jedoch eine 
abweichende Graphstruktur an. So nutzen z.B. Wegner (2011) für die Gebäudedetektion aus optischen 
und InSAR-Daten sowie Niemeyer et al. (2014) für die Klassifikation von LiDAR-Daten unregelmäßige 
Graphen. Die Primitive, die durch die Knoten abgebildet werden, sind in diesen Arbeiten unterschiedlich. 
In Wegner (2011) sind die Knoten des Graphen einzelne Segmente. In Niemeyer et al. (2014) 
repräsentieren die Knoten einzelne Laserpunkte sowie Segmente bestehend aus Laserpunkten. Für 
beide Anwendungen ist das Vorgehen sinnvoll und führt jeweils zu positiven Ergebnissen. Es gibt jedoch 
entscheidende Unterschiede zur Anwendung in dieser Arbeit, weshalb sich die Modellierung mit einer 
unregelmäßigen Graphstruktur in dieser Arbeit nicht anbietet. Laserscandaten beinhalten als zusätzliche 
Größe eine Information zur Höhe, also einer dritten Dimension. Die originären Daten sind bereits 
unregelmäßig im Objektraum verteilt. Es liegt nahe, diese Verteilung in der Graphstruktur aufzunehmen. 
Die originären optischen Fernerkundungsdaten sind hingegen zweidimensional und regelmäßig verteilt. 
Die Nutzung von Segmenten für multitemporale Auswertungen ist problematisch. Bereits im 
monotemporalen Fall wirken sich Segmentierungsfehler unmittelbar auf das Klassifikationsergebnis aus. 
Erfolgt im multitemporalen Fall eine separate Segmentierung für jedes Bild, ist davon auszugehen, dass 
keine räumlich übereinstimmenden Segmente entstehen. In dieser Arbeit wird auf eine Segmentierung 
verzichtet und somit eine eindeutige Zuordnung von Primitiven identischer Position unterschiedlicher 
Zeitpunkte gewährleistet. 
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Eine Möglichkeit zur multitemporalen Klassifikation von Primitiven in einem graphischen Modell sind 
Markov-Ketten (Leite et al., 2011). Hierbei wird jedes Primitiv zu jedem Zeitpunkt als ein Knoten 
modelliert. Die möglichen Klassenübergänge eines Primitivs zwischen den Zeitpunkten können zum 
Beispiel durch Übergangswahrscheinlichkeiten beschrieben werden. Markov-Ketten sind jedoch in ihrer 
Struktur nur eindimensional, eine Berücksichtigung von räumlichen Kontext ist nicht möglich.   

Ziel dieser Arbeit ist die gemeinsame Auswertung multitemporaler Daten unterschiedlicher Auflösung 
zur Steigerung der Klassifikationsgenauigkeit und zur Detektion von Veränderungen. Sämtliche in der 
Literatur beschrieben Verfahren decken nicht alle dieser Aspekte ab.  

Zahlreiche Arbeiten beschäftigen sich mit multiskalaren Analysen. In diesen Arbeiten, wie auch in der 
vorliegenden, werden Ebenen für zusätzliche Interaktionen von Primitiven an identischer Position 
eingeführt. Die Bilddaten der unterschiedlichen Skalenebenen werden jedoch zumeist aus 
monotemporalen Aufnahmen generiert. Werden multitemporale Daten genutzt, sind diese meist von 
einem identischen Sensor und haben somit eine identische Auflösung (z.B. Moser et al., 2009). In 
wenigen Arbeiten zur multiskalaren Analyse verändert sich die Klassenstruktur entsprechend der 
Skalenebene. Eine unterschiedliche Klassenstruktur in Abhängigkeit von der Bodenauflösung erscheint 
jedoch gerechtfertigt. In unterschiedlichen Auflösungsstufen sind Objekte unterschiedlich detailliert 
wahrnehmbar. Einzelne Objektteile treten erst mit höherer Auflösung hervor. Somit ist es sinnvoll, 
übergeordnete Klassen einer niedrigeren Auflösungsstufe in mehrere untergeordnete Klassen einer 
höheren Auflösungsstufe aufzuspalten. Das in dieser Arbeit entwickelte Verfahren ermöglicht diesen 
Erkenntnissen entsprechend eine Modellierung der unterschiedlichen Klassenstrukturen.    

Die meisten Arbeiten zur Detektion von Veränderungen in multitemporalen Daten basieren auf Daten 
identischer Auflösung, oft sogar desselben Sensors. Häufig werden jahreszeitlich identische 
Aufnahmezeitpunkte betrachtet. Die Analyse erfolgt in vielen Fällen für lediglich zwei Zeitpunkte. Ziel 
dieser Arbeit ist die volle Flexibilität in Bezug auf die Wahl des Sensors und die Anzahl der 
Aufnahmezeitpunkte. Diese Flexibilität kann mit Zufallsfeldern gewährleitstet werden. Die Graphstruktur 
kann durch Erweiterung auf mehrere Ebenen für eine Auswertung einer beliebigen Anzahl von Bildern 
angepasst werden.  

Methodisch erfolgt die Detektion von Veränderungen in vielen Anwendungen durch Post-
Klassifikationsverfahren. Es werden die einzelnen Aufnahmen zuvor unabhängig voneinander 
ausgewertet. In zahlreichen Arbeiten hat sich gezeigt, dass eine gemeinsame Auswertung aller Daten zu 
bevorzugen ist. Hierzu haben sich Übergangsmatrizen, die die Wahrscheinlichkeiten eines 
Klassenübergangs zwischen zwei Zeitpunkten abbilden, bewährt. Diese Vorgehensweise wird auch in 
dieser Arbeit verfolgt. 
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3. Grundlagen 
Bevor in Kapitel 4 der kontextbasierte Ansatz zur Klassifikation multitemporaler Bilddaten 
unterschiedlicher Auflösung entwickelt wird, werden in diesem Kapitel die für das weitere Verständnis 
benötigten Grundlagen dargelegt. In Kapitel 3.1 wird auf die in dieser Arbeit verwendeten Merkmale 
eingegangen. Aus diesem verfügbaren großen Merkmalspool werden zur Steigerung der Performance 
im Weiteren nur wenige Merkmale zur Klassifikation genutzt. In Kapitel 3.1.2 wird die Methode der 
Merkmalsselektion beschrieben. Kapitel 3.2 führt in das Feld der graphischen Modelle zur Bildanalyse 
ein. Ein Spezialfall der graphischen Modelle sind Conditional Random Fields, auf die in Kapitel 3.2.4 
eingegangen wird. Diese Methode ist die Basis für den in dieser Arbeit entwickelten Ansatz und wird in 
Kapitel 4 für die Auswertung multitemporaler Bilddaten unterschiedlicher Auflösung erweitert. 
Abschließend werden in Kapitel 3.3 die zur Auswertung der Experimente in Kapitel 5 verwendeten 
Beurteilungskriterien aufgeführt. 

3.1. Merkmale 

In der Literatur wird der Begriff Merkmal (feature) sowohl für geometrische Primitive als auch für 
Eigenschaften geometrischer Primitive verwendet. Dies ist oft missverständlich, die Bedeutung ergibt 
sich zumeist aus dem Kontext. In dieser Arbeit wird der Begriff �cMerkmal�  ̂ausschließlich für eine direkte 
oder abgeleitete Eigenschaft eines Primitivs verwendet. 

Die Güte einer Klassifikation ist im Wesentlichen von den verfügbaren Trainingsdaten und den daraus 
extrahierten Merkmalen abhängig (Jain et al., 2000). Dabei wird zwischen der Merkmalsberechnung und 
der Merkmalsselektion unterschieden. Bei der Merkmalsberechnung werden neue Merkmale direkt 
oder indirekt aus den Daten abgeleitet. In einem anschließenden (optionalen) Schritt wird bei der 
Merkmalsselektion eine Untermenge der zur Klassifikation am besten geeigneten Merkmale ausgewählt. 
Im Folgenden wird ein Überblick über häufig für die Klassifikation von Fernerkundungsdaten genutzte 
Merkmale gegeben. Besonderer Fokus liegt dabei auf den in dieser Arbeit verwendeten Merkmalen. Im 
Anschluss werden Verfahren zur Merkmalsselektion diskutiert und das in dieser Arbeit genutzte 
Verfahren eingehend erläutert. 

3.1.1. Merkmalsextraktion  

Merkmale können die unmittelbaren radiometrischen Informationen eines Primitivs, abgeleitete Werte 
aus dem Erscheinungsbild des Primitivs oder abgeleitete Werte aus dem Erscheinungsbild seiner 
Umgebung sein. In der Literatur erfolgt bisweilen eine Unterteilung in spektrale, texturbasierte, 
strukturelle und  geometrische Merkmale. Im Folgenden werden diese Gruppen von Merkmalen kurz 
vorgestellt. 

 Spektrale Merkmale 

Spektrale oder densitometrische Merkmale leiten sich direkt aus den Spektralinformationen der 
verschiedenen Kanäle ab. So lassen sich z.B. Gebiete mit grüner Vegetation von übrigen Gebieten 
trennen. Bei der Betrachtung von Segmenten lassen sich neben den Mittelwerten einzelner Kanäle z.B. 
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die Standardabweichung, Minimal- und Maximalwert oder die Majorität einzelner Pixelwerte 
bestimmen. Weitere Merkmale werden durch die Kombination verschiedener Kanäle gewonnen, z.B. das 
Verhältnis oder die Differenz der Pixelwerte zweier Kanäle. Für Aufgaben der Fernerkundung spielen 
Vegetationsindizes, die aus Informationen des roten Kanals und des nahen Infrarotkanals berechnet 
werden, eine wichtige Rolle. Hierbei wird die Tatsache genutzt, dass sich Vitalität im nahen Infrarotkanal 
besonders stark ausprägt. Somit ist es möglich, Vegetationsflächen von sonstigen Flächen, bzw. intakte 
Vegetation von kranker Vegetation, zu unterscheiden. Am häufigsten verwendet werden der Ratio 
Vegetation Index (RVI) (Jordan, 1969) sowie der Normalized Difference Vegetation Index   (NDVI)  (Rouse 
et al., 1973). 

 Texturbasierte Merkmale 

Die Unterscheidung zwischen texturbasierten und strukturellen Merkmalen ist in der Literatur nicht 
immer eindeutig. Im Allgemeinen wird unter einer Textur ein mehr oder weniger regelmäßiges Muster 
in kleinräumiger Nachbarschaft verstanden. Ein solches Muster entsteht z.B. durch Ackerfurchen, die 
sich bei ausreichend hoher Auflösung von Fernerkundungsdaten als parallele Linien in dichtem Abstand 
ausprägen. Als Struktur wird die Anordnung prägender Bildelemente angesehen. Werden beide 
Merkmalsgruppen in einer kleinen Nachbarschaft berechnet, ist die Einteilung von Merkmalen in diese 
Gruppen nicht mehr eindeutig. 

Texturbasierte Merkmale oder Texturmerkmale werden aus den Intensitätswerten in einer zuvor 
definierten Region abgeleitet. Einfache Texturmerkmale sind der Exzess oder die Schiefe eines 
Histogramms der Intensitätswerte der betrachteten Region. Hierbei kann jedoch nicht eindeutig auf ein 
räumliches Muster geschlossen werden. Um auch auf räumliche Muster schließen zu können, werden 
die Merkmale aus den Nachbarschaften einzelner Pixel berechnet. Dies ermöglicht eine Aussage über 
die räumliche Verteilung der Intensitätswerte. Die wohl am häufigsten verwendete Gruppe von 
Texturmerkmalen sind die �,���Œ���o�]���l�[�•���Z���v�� �D���˜�� (Haralick et al., 1973). Aufgrund der Relevanz für die 
weitere Arbeit werden sie an dieser Stelle eingehender betrachtet. Die Notation beruht auf Tönnies 
(2005). 

Basis für die Berechnung der Merkmale ist die grey-level co-occurrence matrix (GLCM). Eine GLCM 

P�r�U�4(g1,g2) gibt für eine Region die Wahrscheinlichkeit der Kombination zweier Grauwerte g1 und g2 von 
Pixeln im Abstan���� �4�� �µ�v���� �t�]�v�l���o�� �r�� �Ì�µ�Œ�� �,�}�Œ�]�Ì�}�v�š���o���v�� �����•�� �<�}�}�Œ���]�v���š���v�•�Ç�•�š���u�•�� ���v�X�� �&�º�Œ�� ���]�v�� �ô-Bit 
Grauwertbild ergibt sich folglich eine GLCM der Dimension 256*256. 
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Hierbei ist K die Anzahl Pixel x innerhalb der Region. Die Dirac-�&�µ�v�l�š�]�}�v���wD �v�]�u�u�š���(�º�Œ���wD(0) den Wert 1 
�µ�v���� �•�}�v�•�š�� �����v�� �t���Œ�š�� �ì�� ���v�X�� �h�v�š���Œ�•���Z�]�����o�]���Z���� �W�]�Æ���o�����•�š���v������ �4�� �•�}�Á�]���� �µ�v�š���Œ�•���Z�]�����o�]���Z���� �K�Œ�]���v�š�]���Œ�µ�v�P���v�� �r��
�Œ���•�µ�o�š�]���Œ���v�� �]�v�� �µ�v�š���Œ�•���Z�]�����o�]���Z���v�� �'�>���D�X�� �&�º�Œ�� ���]�v���v�� �P���Á���Z�o�š���v�� �����•�š���v���� �4�A�í��werden nur unmittelbar 
benachbarte Pixel betrachtet. Häufig werden vier GLCM mit den Orientierungen 0°, 45°, 90° sowie 135° 
berechnet.  

Eine unmittelbare Nutzung der GLCM für die Klassifikation führt zu einem sehr hochdimensionalen 
Merkmalsvektor. Es ist von daher zielführend, Texturmerkmale aus der GLCM abzuleiten. Die folgende 
���µ�•�Á���Z�o���(�º�Z�Œ�š�����]�������u���Z���µ�(�]�P�•�š���v���À���Œ�Á���v�����š���v���,���Œ���o�]���l�[�•���Z���v���d��xturmerkmale auf, welche auch in dieser 
Arbeit genutzt werden: 

In (3-9) sind �ä�5 und �ä�6 die Mittelwerte sowie �ê�5 und �ê�6 die Standardabweichungen der Zeilen und 
Spalten der GLCM.  

Alternativ zu den �,���Œ���o�]���l�[�•���Z���v�� �D���˜��n werden häufig local binary patterns (Ojala et al., 1996) 
eingesetzt. In der einfachsten Form des Klassifikators wird der Grauwert jedes Pixels mit seinen acht 
�E�����Z�����Œ�v���À���Œ�P�o�]���Z���v�X���/�•�š�������Œ���'�Œ���µ�Á���Œ�š�������•���E�����Z�����Œ�‰�]�Æ���o�•���P�Œ�‚�˜���Œ�U���Á�]�Œ�������]���•���Œ���^�š���o�o�������]�v�����c�í�^�U�����v�•�}�v�•�š���v��
���]�v�����c�ì�^���Ì�µ�P���Á�]���•���v�X�������]�������š�Œ�����Z�š�µ�vg der Werte im oder gegen den Uhrzeigersinn entsteht somit eine 
achtstellige Binärzahl. Aus den Binärzahlen der Pixel in einer vorher definierten Region wird im nächsten 
Schritt ein Histogramm berechnet, das als Merkmal für die Region dient. Erweitern lässt sich der 
Klassifikator u.a. durch Nutzung einer größeren Nachbarschaft (Ojala et al., 2002). Local binary patterns 
sind robust gegen globale Grauwertveränderungen, die z.B. aus ungleichmäßiger Beleuchtung 
resultieren. Zudem sind local binary patterns wenig rechenintensiv, so dass sie für Echtzeitanwendungen 
eingesetzt werden können. 

In einer Untersuchung zur Vegetationsartenklassifikation auf Objektebene mit Verwendung 
unterschiedlicher Texturmerkmale erzielen Li et al. (2010) nahezu identische 
Klassifikationsgenauigkeiten bei Nutzung von Merkmalen der GLCM sowie von local binary patterns und 
Erweiterungen von local binary patterns.   
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Eine weitere Möglichkeit zur Erkennung von Textur in Bilddaten sind Wavelets (Mallat, 1989). Wavelets 
sind Basisfunktionen für eine Transformation in eine andere Repräsentation (z.B. in den Frequenzraum). 
Hierfür steht eine nahezu unbegrenzte Anzahl von Wavelets zur Verfügung. Wavelets können so skaliert 
werden, dass Textur bestmöglich in unterschiedlichen Bildauflösungen erkannt werden kann.   

 Strukturelle Merkmale 

Strukturelle Merkmale dienen der Identifikation von Strukturen, die für die jeweiligen Klassen im 
betrachteten Bild repräsentativ sind. Im Gegensatz zu texturbasierten Merkmalen ist es nicht 
erforderlich, dass sich die Abfolge von Grauwerten in einer kleinen betrachteten Region wiederholt (wie 
z.B. bei Ackerfurchen). Vielmehr wird betrachtet, ob sich die in einer ausgewählten Region erkannten 
Strukturen an anderen Stellen im Bild mit gleicher Klassenzugehörigkeit wiederholen. 

Seit ihrem erfolgreichen Einsatz zur Personendetektion erfreuen sich strukturelle Merkmale basierend 
auf gewichteten Histogrammen orientierter Gradienten (HOG) (Dalal & Triggs, 2005) großer Popularität. 
Die Annahme für den Einsatz von HOG-Merkmalen ist, dass Objekte in einem Bild durch eine Verteilung 
der Gradientenintensitäten oder Kantenrichtungen beschrieben werden können. Hierzu werden im Bild 
stets nur kleine Regionen betrachtet. In jeder Region wird ein Histogramm orientierter Gradienten 
berechnet. 

Sofern es sich um ein Multispektralbild handelt, wird dieses in einem ersten Schritt in ein Grauwertbild 
umgewandelt. Nachfolgend werden die horizontalen und vertikalen Ableitungen berechnet. Aus den 
horizontalen und vertikalen Ableitungen werden die Gradientenrichtungen und Gradientenmagnituden 
für ein einzelnes Pixel abgeleitet. Aus diesen Werten wird das Histogramm der orientierten Gradienten 
generiert. Das Histogramm wird durch Unterteilung des Wertebereichs von 0 bis 180 Grad (bzw. 0 bis 
360 Grad sofern das Vorzeichen berücksichtigt wird) in mehrere Wertebereiche gleicher Größe 
gegliedert. Jedes Pixel liefert entsprechend seiner Gradientenrichtung einen Eintrag für den 
entsprechenden Wertebereich des Histogramms. Nach Berücksichtigung sämtlicher Pixel enthält jeder 
Wertebereich die Summe der Magnituden aller Gradienten, die eine Orientierung im Intervall des 
Wertebereichs aufweisen. Die Summe sämtlicher Magnituden anstelle einer Zählung der Anzahl der 
Einträge bewahrt den Einfluss starker Gradienten. Abbildung 3-1 zeigt die Gradientenmagnituden und 
das Histogramm der orientierten Gradienten für drei häufig auftretende Landbedeckungsszenarien in 
Fernerkundungsdaten. 

Eine alternative Möglichkeit zur Identifikation identischer Strukturen in Fernerkundungsdaten sind 
Semivariogramme (Ruiz et al., 2011). Für die Erzeugung von Semivariogrammen werden die Differenzen 
der Farbwerte von Pixelpaaren in einem definierten horizontalen oder vertikalen Abstand gemessen. 
Wird der Abstand variiert, kann ein Graph aufgebaut werden, der die Varianz der Farbwerte der 
Pixelpaare (d.h. wie unterschiedlich die Pixelpaare durchschnittlich sind) als eine Funktion des Abstandes 
ausgibt. Auf diese Weise können die Korrelationen zwischen Pixeln in unterschiedlichen Bildregionen  
gemessen werden (Richards, 2013). 
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 Geometrische Merkmale 

Zur Ableitung geometrischer Merkmale ist eine vorhergehende Segmentierung des Bildes erforderlich. 
Einfache Maße sind der Flächeninhalt, der Umfang oder die Ausdehnung der längsten bzw. kürzesten 
Achse. Zudem können auch topologische Informationen berücksichtigt werden. Geometrische 
Merkmale werden vor allem eingesetzt, um Objekte mit typischer Form zu detektieren. Problematisch 
bei der Berechnung geometrischer Merkmale ist die Abhängigkeit von der Qualität der Segmentierung; 
versagt die Segmentierung, sind auch die Merkmale für eine Klassifikation nicht brauchbar. Auf eine 
eingehende Betrachtung dieser Merkmalsgruppe wird an dieser Stelle verzichtet, da für die Experimente 

Abbildung 3-1: Obere Reihe: Regionen (13*13 Pixel) einer multispektralen Ikonos-Szene 
(Bodenauflösung 30 Meter), Landbedeckung: Siedlung (links), Straße umgeben von 
Ackerflächen (Mitte), Ackerfläche (rechts). Mittlere Reihe: Bild der 
Gradientenmagnituden der Regionen; Helle Werte repräsentieren hohe 
Gradientenmagnituden. Untere Reihe: zugehörige Gradientenhistogramme (30 
Wertebereiche mit Orientierungsintervallen von 6° Breite). 
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in dieser Arbeit Pixel bzw. regelmäßig geformte Segmente als Primitive genutzt werden. Geometrische 
Merkmale sind somit für diese Arbeit nicht relevant.  

3.1.2. Merkmalsselektion 

Eine Merkmalsselektion ist eine Vorprozessierung der Daten für die Klassifikation (Refaeilzadeh et al., 
2007). Das Ziel einer Merkmalsselektion ist die Auswahl einer Menge von Merkmalen aus der Gesamtheit 
aller Merkmale ohne die Güte der Klassifikation signifikant zu verschlechtern (Pudil et al., 1994). Mehrere 
Gründe sprechen für eine Reduktion von Merkmalen:  

�x Merkmale, die nicht in der Lage sind, Daten zuverlässig zu trennen, werden verworfen. Diese 
Merkmale sind für den Erfolg einer Klassifikation nicht relevant. 

�x Die Anzahl redundanter Merkmale wird verringert. Somit wird eine Senkung der Rechenkosten 
erreicht (Liu und Motoda, 2008).  

�x Bei geringer Anzahl von Trainingsdaten ist der Merkmalsraum zu beschränken, um dem �cFluch 
der Dimensionalität�  ̂(curse of dimensionality oder Hughes phenomenon (Hughes, 1968)) zu 
entgehen. Hierbei ist das Verhältnis der Anzahl Merkmale zur Anzahl verfügbarer Trainingsdaten 
wesentlich. Zu viele Merkmale können zu einer Überanpassung führen und die Qualität des 
Klassifikators senken (Jain et al., 2000; Richards, 2013). In den in der vorliegenden Arbeit 
vorgestellten Experimenten ist die Menge der Trainingsdaten sehr groß im Verhältnis zur Anzahl 
der extrahierten Merkmale. Qualitätseinbußen aus diesem Grund sind nicht zu erwarten. 

Die Fragestellung, ob Merkmale geeignet sind, Klassen zu trennen, kann auf einfache Weise mit Scatter-
Plots visualisiert werden. Hierzu werden zwei Merkmale auf den Wertebereich [0;1] normalisiert und je 
nach Klassenzugehörigkeit entsprechend farbig unterschieden in einem Koordinatensystem abgebildet.  
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Abbildung 3-2: Scatter Plot für 4 Klassen von zwei hoch korrelierten Merkmalen (links) und 
zwei schlecht trennenden Merkmalen (rechts). Die Merkmale wurden auf den 
Wertebereich [0;1] normalisiert. 
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Die rechte Darstellung in Abbildung 3-2 zeigt den Scatter-Plot für zwei schlecht trennende Merkmale; 
die farbigen Punkte erscheinen willkürlich verteilt, eine Trennung der Klassen ist nur anhand dieser 
Merkmale nicht möglich. Eine hohe Korrelation von Merkmalen wird gleichfalls im Scatter-Plot 
offensichtlich (Abbildung 3-2, linke Darstellung). 

Ansätze zur Merkmalsselektion werden in Wrapper und Filter unterschieden (Guyon und Elisseeff, 2003) 
(Liu und Motoda, 2008). Wrapper wählen die besten Merkmale in Interaktion mit dem jeweiligen 
Klassifikator aus. Liegt für eine Anwendung der Klassifikator fest, sind Wrapper-Methoden zu 
bevorzugen, da auf diese Weise optimale Merkmale ausgewählt werden. Ein Nachteil dieses Ansatzes 
ist, dass er einen wiederholten Aufruf des Klassifikators erfordert und somit für große Datenmengen mit 
vielen Merkmalen sehr rechenintensiv ist (Hall, 1999). Hingegen wird bei Filtern die Auswahl der 
Merkmale unabhängig vom Klassifikator getroffen. Die Auswahl basiert ausschließlich auf den Daten. Die 
vom Klassifikator unabhängige Lösung kann für unterschiedliche Klassifikatoren genutzt werden und 
eignet sich somit insbesondere für einen Vergleich unterschiedlicher Klassifikatoren. Ein weiterer 
wesentlicher Vorteil von Filtermethoden liegt in der deutlich höheren Geschwindigkeit. Da keine 
Interaktion mit dem Klassifikator gegeben ist, stellt jedoch unter Umständen die selektierte Menge eine 
nicht ideale Lösung für den eingesetzten Klassifikator dar. In dieser Arbeit ist die Merkmalsauswahl 
Grundlage für die Verwendung unterschiedlicher Klassifikatoren, weshalb eine Filtermethode zur 
Merkmalsselektion eingesetzt wird. Wrapper werden im Folgenden nicht weiter behandelt. 

Filter lassen sich in univariate und multivariate Filter einteilen (Saeys et al., 2007). Univariat bedeutet, 
dass die einzelnen Merkmale unabhängig voneinander betrachtet werden. Es wird eine  Anzahl von b 
Merkmalen selektiert, die einzeln betrachtet die Daten bestmöglich trennen. Bei multivariaten Ansätzen 
finden hingegen Abhängigkeiten zwischen den Merkmalen Berücksichtigung. Im Allgemeinen sind 
multivariate Ansätze zu bevorzugen. Bereits bei der Selektion von zwei Merkmalen ist in vielen Fällen die 
bestmögliche Kombination zweier Merkmale nicht diejenige Kombination der zwei unabhängig 
betrachtet am besten trennenden Merkmale (Peng et al., 2005). Der Grund hierfür ist, dass oft mehrere 
gut trennende Merkmale hoch korreliert sind. 

In dieser Arbeit wird eine auf Korrelation basierende Merkmalsselektion (correlation based feature 
selection, CFS) verwendet (Hall, 1999; Hall, 2000) und deren Implementierung in der WEKA-Software 
(WEKA, 2012; Witten und Frank, 2005) genutzt. Diesem multivariaten Filter liegt folgende Heuristik 
�Ì�µ�P�Œ�µ�v�����W�� �c�'�µ�š���� �d���]�o�u���v�P���v�� ���o�o���Œ�� �D���Œ�l�u���o���� ���v�š�Z���o�š���v�� �D���Œ�l�u���o���U�� �Á���o���Z���� �Z�}���Z�� �l�}�Œ�Œ���o�]���Œ�š�� �u�]�š�� �����Œ��
jeweiligen Klass���U���������Œ���µ�v�š���Œ���]�v���v�����Œ���u�‚�P�o�]���Z�•�š���µ�v�l�}�Œ�Œ���o�]���Œ�š���•�]�v���^���~�,���o�o�U���î�ì�ì�ì�•�X�����]���•�����,���µ�Œ�]�•�š�]�l���o���•�•�š���•�]���Z��
wie folgt ausdrücken:  

Meritfsub ist ein Maß für die Güte einer Teilmenge fsub mit b Merkmalen. Dabei stellt �N�Ö�Ù
$
$
$
$ die 
durchschnittliche Korrelation der Merkmale mit den Klassen und �N�Ù�Ù
$
$
$
$ die durchschnittliche Korrelation 
der Merkmale untereinander dar. Merkmale, die nur wenig geeignet sind, die Klassen zu trennen, tragen 
somit nur wenig zur Steigerung des Zählers bei. Hingegen lassen hoch korrelierte Merkmale den Nenner 
wachsen. In beiden Fällen wirkt sich dies negativ auf Meritfsub aus und die Merkmale werden nicht fsub 
zugeführt. 
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(3-10) 
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Als Suchstrategie wird eine Vorwärtssuche eingesetzt. Allgemein geht ein solcher Ansatz von einer leeren 
Merkmalsmenge aus. Es existieren zwei wesentliche Vorgehensweisen: Im ersten Fall werden die besten 
b Merkmale gewählt, wobei b vordefiniert wird. Im zweiten Fall wird die kleinste Untermenge an 
Merkmalen gewählt, die keine Einbußen der Klassifikationsgenauigkeit im Vergleich zur nächstgrößeren 
Merkmalsmenge bewirkt (Witten und Frank, 2005). Hierbei wird je nach Datensatz eine unterschiedliche 
Anzahl von Merkmalen ausgewählt. In dieser Arbeit wird eine konstante Merkmalsanzahl verwendet. Es 
wird zunächst das am besten trennende Merkmal gewählt. Nacheinander werden einzelne Merkmale 
hinzugenommen, bis die zuvor gewählte Anzahl von Merkmalen erreicht ist.  

Vergleiche weiterer Filter- und Wrapper-Methoden mit der CFS-Methode in der Literatur zeigen generell 
keine wesentlichen Abweichungen in der Klassifikationsgenauigkeit (u.a. Pal und Foody, 2010; Ferreira 
und Figueiredo, 2012). Probleme treten allerdings bei sehr hochdimensionalen Daten auf, da die 
Berechnung in diesem Fall sehr kostenintensiv wird (Ferreira und Figueiredo, 2012; Huertas und Juárez-
Ramírez, 2014). Für die vorgestellten Experimente ist dieser Punkt nicht kritisch. 

Als Alternative zur Merkmalsselektion, bei der die originalen Merkmale erhalten bleiben, kann der 
Merkmalsraum durch eine Merkmalstransformation verkleinert werden, z.B. mittels 
Hauptachsentransformation. Diese ist allerdings szenenabhängig. Als Folge können die 
Transformationsergebnisse unterschiedlicher Szenen nicht direkt verglichen werden. Zudem müssen vor 
der Transformation sämtliche Merkmale berechnet werden, womit kein Zeitgewinn bei der 
Merkmalsextraktion erzielt werden kann. Eine weitere Möglichkeit der Datenreduktion ist der Ansatz, 
spektrale Informationen in abgeleitete Indikatoren zu transformieren, z.B. durch Tasseled Cap 
Transformation (Kauth und Thomas, 1976). Die abgeleiteten Indikatoren werden dabei als gewichtete 
Kombination der ursprünglichen Spektralkanäle berechnet. Diese Verfahren bieten sich jedoch nicht für 
die Verwendung unterschiedlicher Sensoren an, da die spezifizierte Kanalkombination für alle Bilddaten 
verfügbar sein muss. 

3.2. Graphische Modelle für die Bildanalyse 

Graphische Modelle ermöglichen die Bestimmung der Wahrscheinlichkeitsverteilung einer Menge von 
Zufallsvariablen. Sie stellen die Verbindung zwischen Wahrscheinlichkeits- und Graphentheorie dar und 
sind somit ein effektives Werkzeug zur statistischen Modellierung unter Verwendung beliebiger 
Graphstrukturen. Jeder Knoten des Graphen wird dabei als Zufallsvariable angesehen und jede Kante 
modelliert die statistischen Abhängigkeiten der zugehörigen Zufallsvariablen.  

In der Bildanalyse werden graphische Modelle u.a. für die Modellierung von Relationen der Primitive S 
(d.h. Pixeln und Segmenten) eines Bildes eingesetzt. In den meisten Anwendungen werden räumlich 
benachbarte Primitive über Kanten miteinander verbunden. In der Folge interagieren diese 
benachbarten Primitive bei der Bestimmung der Wahrscheinlichkeitsverteilung. Ein solcher Graph heißt 
Nachbarschaftsgraph (neighbourhood graph oder region adjacency graph).  

Abbildung 3-3 visualisiert die unterschiedliche Graphstruktur für zwei häufig verwendete 
Nachbarschaftsgraphen: 1) Die Primitive entsprechen einzelnen Pixeln oder rechtwinkligen Segmenten 
gleicher Größe. Das Resultat ist ein regelmäßiger Graph (linke Darstellung); 2) Die Primitive sind 
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unregelmäßig geformte Segmente. Folglich ist auch die Graphstruktur unregelmäßig (rechte 
Darstellung). 

Der Aufbau eines Graphen ist in vielen Fällen relativ unkompliziert und zeigt anschaulich die 
Abhängigkeiten benachbarter Primitive. Im Folgenden wird aufgezeigt, wie Graphen zur Klassifikation 
von Bilddaten genutzt werden können. Methoden, die diese Graphen nutzen, basieren auf der 
Wahrscheinlichkeitstheorie. Die Grundlagen werden in Kapitel 3.2.1 dargestellt. In Kapitel 3.2.2 wird 
allgemein der Zusammenhang zwischen der Graphdarstellung und der Faktorisierung der gemeinsamen 
Verteilung aller den Knoten entsprechenden Zufallsvariablen dargestellt. Die Kapitel 3.2.3 und 3.2.4 
widmen sich Zufallsfeldern, einer Teilmenge der graphischen Modelle. Zufallsfelder bilden den Kern 
dieser Arbeit. Abschließend folgt in Kapitel 3.2.5 ein kurzer Überblick über Inferenz in graphischen 
Modellen, d.h. der Bestimmung der wahrscheinlichsten Konfiguration der Labels der einzelnen Primitive. 
Detaillierte Ausführungen zu graphischen Modellen finden sich u.a. in Bishop (2006) sowie Rottensteiner 
(2016). Darüber hinaus sind zahlreiche anschauliche Online-Tutorials verfügbar (u.a. Bishop, 2013; 
Koller, 2012; Larochelle, 2013).    

3.2.1. Grundlagen der Wahrscheinlichkeitstheorie  

In die Grundlagen der Wahrscheinlichkeitstheorie und der wichtigsten Begrifflichkeiten wird anhand 
eines kleinen praktischen Beispiels eingeführt: 

Es ist bekannt, dass in einer Region eine Landbedeckung von 70% Wald und von 30% Acker/Grünland 
vorliegt. In einem Luftbild wird ein grünes Pixel detektiert. Mit welcher Wahrscheinlichkeit handelt es sich 
um Wald? 

Die Informationen über die Landbedeckung lassen sich als Wahrscheinlichkeiten P(x) formulieren, wobei 
x eine Variable ist, die ���µ�•�•���Z�o�]���˜�o�]���Z�����]�����t���Œ�š�����c�t���o���^���µ�v�����c�����l���Œ�l�'�Œ�º�v�o���v���^�����v�v���Z�u���v���l���v�v�X���^�}�u�]�š���]�•�š��
P(x=Wald) = 70%, P(x=Acker/Grünland) = 30%. Diese aus Vorwissen abgeleiteten Werte werden als Prior-
Wahrscheinlichkeiten bezeichnet. 

Zur Beantwortung der obigen Fragestellung wird allerdings noch Wissen über die Verteilung der 
Farbwerte innerhalb der jeweiligen Landbedeckungsklassen benötigt. Es wird angenommen, dass beide 
Landbedeckungsklassen ausschließlich durch grüne und braune Pixel repräsentiert werden. 

Abbildung 3-3: Nachbarschaftsgraphen; Links: Graph mit regelmäßiger Struktur; Rechts: 
Graph mit unregelmäßiger Struktur 
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Dieses Wissen lässt sich als bedingte Wahrscheinlichkeit P(y�~x) formulieren, wobei y eine Variable ist, 
die als Realisierung die Farbwerte annehmen kann. So liegt z.B. die Wahrscheinlichkeit für ein grünes 

Pixel in der Klasse Wald bei 90%, P(y=grün�~x=Wald) = 90%. Die bedingten Wahrscheinlichkeiten P(y�~x) 
werden als Likelihood bezeichnet. 

Mit diesem Wissen lässt sich die gemeinsame Wahrscheinlichkeitsverteilung für das Auftreten von zwei 
Zuständen der Variablen x und y berechnen (Tabelle 3-1), z.B. die Wahrscheinlichkeit brauner Waldpixel: 

�2�:�T
L �� �ƒ�Ž�†�á�U
L �„�”�ƒ�—�•�; 
L �2�:�U
L �„�”�ƒ�—�•���T
L ���ƒ�Ž�†�;�2�:�T
L ���ƒ�Ž�†�; 
L �r�á�s�Û�r�á�y
L �y�¨  

Allgemein formuliert ist dies die Produktregel (3-11). 

Anhand Tabelle 3-1 kann auch die zweite fundamentale Regel der Wahrscheinlichkeitstheorie, die 
Summenregel (3-12) veranschaulicht werden. Die Wahrscheinlichkeit einer Variablen lässt sich aus der 
gemeinsamen Wahrscheinlichkeitsverteilung wie folgt gewinnen. 

 

In Tabelle 3-1 ergeben sich in der letzten Spalte für die Landbedeckung die Prior-Wahrscheinlichkeiten 
P(x). Für die Farbwerte kann die Wahrscheinlichkeit P(y) für ein Auftreten im Bild, unabhängig von der 
Zugehörigkeit zu einer Landbedeckungsklasse, bestimmt werden (unterste Zeile). Die 
Wahrscheinlichkeiten P(x) und P(y) werden allgemein als Randwahrscheinlichkeiten bezeichnet. 

Zur Beantwortung der Eingangsfrage wird die Tatsache genutzt, dass die Produktregel symmetrisch ist. 
Durch Umstellen ergibt sich das Theorem von Bayes (3-13): 

Wald 90 % grüne Pixel 10 % braune Pixel 

Acker/Grünland 40 % grüne Pixel 60 % braune Pixel 

�2�:�T�á�U�; 
L �2�:�U���T�;�2�:�T�; (3-11) 

�2�:�T�; 
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�ì

 (3-12) 

  

 
grün braun 
Í �2�:�T�á�U�;

�ì

 

Wald 63% 7% 70% 

Acker/Grünland 12% 18% 30% 


Í �2�:�T�á�U�;
�ë

 75% 25% 
 

Tabelle 3-1: Gemeinsame Wahrscheinlichkeitsverteilung sowie daraus abgeleitete 
Randwahrscheinlichkeiten. 
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Mit dem Theorem von Bayes können die a-posteriori Wahrscheinlichkeiten P(x�~y) für das Auftreten der 

Variablen x bei beobachteten y durch die Likelihood P(y�~x) und die Randwahrscheinlichkeiten P(x) und 
P(y) berechnet werden.  

Für das Beispiel liegt somit die Wahrscheinlichkeit, dass es sich bei einem grünen Pixel um Wald handelt, 
bei 84% 

�2�:�9�=�H�@���C�N�ò�J�; 
L
�2�:�C�N�ò�J���9�=�H�@�;�2�:�9�=�H�@�;

�2�:�C�N�ò�J�;

L

�r�ä�{ �Û�r�á�y
�r�á�y�w


L �z�v�  ̈

Im Theorem von Bayes bewirkt die Division durch die Randwahrscheinlichkeit P(y) eine Normalisierung 
auf den Wertebereich [0;1].  

3.2.2. Graphische Modelle zur Modellierung von Wahrscheinlichkeiten 

Graphische Modelle bieten die Möglichkeit, komplexe Zusammenhänge der 
Wahrscheinlichkeitsrechnung bildlich darzustellen. Auf diese Weise können Abhängigkeiten bzw. 
Unabhängigkeiten in vielen Fällen leichter erkannt werden. Es ist häufig zielführend, in einem ersten 
Schritt aus dem beabsichtigten Zusammenwirken einzelner Primitive den Graphen zu entwickeln und im 
zweiten Schritt hieraus die zugehörigen Gleichungen abzuleiten. Der Graph dient im somit als Grundlage 
der Faktorisierung (siehe unten, Formel (3-15)) der gemeinsamen Verteilung. 

Allgemein besteht ein Graph G aus Knoten und Kanten. Für eine Graphdarstellung der Relation von 
Primitiven wird jedes Primitiv von einem Knoten v repräsentiert, die Verbindung zweier Primitive ist eine 
Kante e. Die Menge aller Knoten v ist V und die Menge aller Kanten e ist E. G ist die Menge aller Knoten 
V und Kanten E, d.h. G = (V,E). 

Die gemeinsame Wahrscheinlichkeit P(x1,x2) = P(x2�~x1)P(x1) zweier Zufallsvariablen ergibt sich aus dem 
folgenden Graphen: 

 

Hierbei handelt es sich um einen gerichteten Graphen, in dem jede Variable xi durch einen Knoten vi 
repräsentiert wird. Die Pfeile zeigen die Abhängigkeiten zwischen zwei Variablen, die Richtung des Pfeils 
zeigt von der Ursache zur Wirkung. Ist eine Kante eij von Knoten vi zu Knoten vj gerichtet, werden 
Informationen nur von Knoten vi zu Knoten vj übermittelt. Ein Transfer in die entgegen gesetzte Richtung 
findet nicht statt. In dem konkreten Fall ist x1 nicht kausal abhängig von anderen Variablen, hingegen ist 
x2 abhängig von x1. Diejenigen Knoten, von denen ein Pfeil ausgeht, d.h. von denen andere Knoten 
abhängig sind, werden als Elternknoten bezeichnet. 

�2�:�T���U�; 
L
�2�:�U���T�;�2�:�T�;

�2�:�U�;
 

(3-13) 

Abbildung 3-4: Einfacher gerichteter Graph für die Berechnung der gemeinsamen 
Wahrscheinlichkeit zweier Zufallsvariablen. 
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Der Vorteil der Graphdarstellung wird bei komplexeren probabilistischen Modellen offensichtlich: 

 

Aus der Struktur des Graphen in Abbildung 3-5 ergibt sich die Wahrscheinlichkeitsverteilung wie folgt: 

Diese Zerlegung in Produkte von Faktoren, die nur noch durch Kanten verbundene Knoten aufweisen, 
wird als Faktorisierung bezeichnet. Dieser Regel folgende gerichtete Graphen, sogenannte Bayes-Netze, 
werden vor allem zur Modellierung kausaler und damit auch zeitlichen Abhängigkeiten eingesetzt. 
Allgemein wird für Bayes-Netze eine Verteilung von n Variablen mit �‹i als Menge aller Elternknoten einer 
Variablen i wie folgt faktorisiert: 

Bayes-Netze sind grundsätzlich gerichtete azyklische Graphen. Ein Zyklus existiert, wenn eine von einem 
Knoten vi ausgesandte Information über weitere Knoten an den Knoten vi zurückfließt. Graphische 
Modelle mit Zyklen werden in den folgenden Kapiteln behandelt. 

3.2.3. Markov Random Fields 

Zahlreiche Aufgaben der Bildanalyse erfordern die gegenseitige Interaktion benachbarter Primitive, um 
räumliches Kontextwissen zu berücksichtigen. Aus diesem Grund sind Bayes-Netze in der Bildanalyse nur 
begrenzt einsetzbar (eine Ausnahme ist z.B. die Objektverfolgung in Bildsequenzen). Vielmehr bietet sich 
der Einsatz ungerichteter graphischer Modelle an. In ungerichteten Graphen werden Informationen 
benachbarter Knoten in beide Richtungen übergeben, d.h. die Primitive sind gegenseitig abhängig. 

 Abbildung 3-6 stellt einen ungerichteten Graphen dar. In diesem Graphen ist jeder Knoten abhängig von 
jedem anderen Knoten, entweder in direkter Nachbarschaft oder über weitere dazwischen liegende 
Knoten. Darüber hinaus ist der Graph zyklisch, so fließt eine von Knoten 1 an Knoten 3 gesandte 
Information über Knoten 4 wieder in Knoten 1 zurück. 
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Abbildung 3-5: Gerichteter Graph für fünf Variablen 
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Die Faktorisierung der Wahrscheinlichkeitsverteilung in ungerichteten Graphen erfolgt über die 
Betrachtung von Cliquen. Cliquen bestehen aus einer Menge von Knoten, die allesamt direkt über Kanten 
miteinander verbunden sind. Eine Clique, zu der keine weiteren Knoten hinzugefügt werden können, 
ohne dass eine neue, größere Clique entsteht, heißt maximale Clique C. In Abbildung 3-6 formen die 
Knoten 1,3 und 4 (roter Rahmen) eine maximale Clique, es gibt in dem Graphen keinen weiteren Knoten, 
der Verbindungen zu allen Knoten der Clique besitzt. Aus gleichem Grund formen auch die Knoten 1 und 
2 (blauer Rahmen) eine maximale Clique.  

Die in der Bildanalyse wohl populärste Anwendung von ungerichteten Graphen sind Markov Random 
Fields (MRF), die im Folgenden beschrieben werden. Die maximalen Cliquen eines Graphen werden 
durch das Hammersley-Clifford-Theorem (Hammersley & Clifford, 1971; Besag, 1974) zur Faktorisierung 
der Wahrscheinlichkeitsverteilung genutzt. Das Theorem gilt, wenn die paarweise Markov-Eigenschaft 
erfüllt ist: Jeder Knoten hängt ausschließlich von den benachbarten Knoten ab. Dies erlaubt eine 
Beschreibung von Beziehungen in einer lokalen Nachbarschaft anstelle der Notwendigkeit der Definition 
einer globalen Verteilung. Die Wahrscheinlichkeitsverteilung P(x) ist äquivalent zu einer Gibbs-Verteilung 
(Geman und Geman, 1984). Hierbei ist x der Labelvektor, der die einzelnen Label xi der Primitive i enthält. 
Merkmal der Gibbs-Verteilung ist, dass die Wahrscheinlichkeitsverteilung als Produkt von 
Potentialfunktionen �—C(xC) über den maximalen Cliquen C des Graphen ausgedrückt werden kann.  
 
Allgemein ergibt sich für die Faktorisierung von P(x) in ungerichteten Graphen:   

Die Potentialfunktionen können im Prinzip willkürlich gewählt werden und erlauben in vielen Fällen keine 
direkte probabilistische Interpretation. Der Übergang zu Wahrscheinlichkeiten erfolgt durch 
Normalisierung des Produktes der Potentialfunktionen auf den Wertebereich [0;1] durch Division 
durch Z. Die Normalisierungskonstante Z wird auch als partition function bezeichnet. 
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Abbildung 3-6: Ungerichteter Graph mit zwei Beispielen für maximale Cliquen. 

x3 

x5 

x2 

x4 

x1 



 Grundlagen  45 

 

Die Bestimmung von Z ist eine wesentliche Herausforderung beim Umgang mit ungerichteten Graphen, 
da theoretisch die Summe über alle Kombinationen sämtlicher Variablen zu berechnen ist. Aus diesem 
Grund erfolgt die Berechnung zumeist über Näherungsverfahren oder es wird darauf verzichtet. 

Die Potentialfunktionen �—C(xC) sind auf den positiven Wertebereich beschränkt (Bishop, 2006) und 
werden oft zweckmäßig als Exponentialfunktionen mit der Energiefunktion E(xC) formuliert. 

Somit wird die Wahrscheinlichkeit P(x) umso höher, je geringer die Gesamtenergie ist. Da exey = ex+y, ist 
das Produkt von Potentialen, die entsprechend Formel (3-18) beschrieben werden, äquivalent zu einer 
Summe der einzelnen Energien zur Basis e. 

Bei der Klassifikation von Bilddaten wird ein Label xi eines Primitivs i aus den Daten yi abgeleitet. Darüber 
hinaus ist es vorteilhaft, Kontextwissen benachbarter Primitive zu nutzen. Benachbarte Primitive weisen 
in Bildern häufig identische Labels auf. Für eine Klassifikation von Bilddaten unter diesen Annahmen sind 
zwei Arten von Cliquen zu berücksichtigen (Abbildung 3-7). Die vertikalen Kanten beschreiben die 
Abhängigkeit der Labels xi von den zugehörigen Daten yi. Die übrigen Kanten zeigen die Beziehungen 
benachbarter Labels.  

 

Das Modell in Abbildung 3-7 ist auf maximale Cliquen von lediglich zwei benachbarten Knoten 
beschränkt. Für solche paarweisen Modelle kann der Energieterm als Summe über zwei Gruppen von 
Termen formuliert werden. Der erste Term drückt die Abhängigkeit der Labels von den Daten aus, der 
zweite Term modelliert die Beziehungen benachbarter Labels.  
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Abbildung 3-7: Markov Random Field mit Daten yi und Labels xi (ähnlich Bishop, 2006)  
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Hierbei ist x der Labelvektor, y der Vektor sämtlicher Daten, S die Menge aller Primitive und j ein Primitiv 
in der Nachbarschaft Ni eines betrachteten Knotens i. Ui(xi,yi) wird als unäres Potential oder 
Knotenpotential bezeichnet und kann beliebig gewählt werden. Oft werden Wahrscheinlichkeiten 
verwendet, so dass dieser Term als (Log-)Likelihood angesehen werden kann. Bij wird als binäres oder 
Kantenpotential bezeichnet und kann in einer Bayesschen Betrachtungsweise als Prior-Wissen 
interpretiert werden. Im Gegensatz zu Ui ist Bij datenunabhängig. Als Standard hat sich für die 
Verwendung bei Zweiklassen-Problemen das Ising-Modell (Ising, 1925), bzw. bei Mehrklassen-
Problemen das Potts-Modell (Potts, 1952) etabliert. Bei diesen Modellen erhalten zwei benachbarte 
Primitive, die unterschiedlichen Klassen angehören, eine Strafe (penalty). Diese Strafe erhöht die 
Gesamtenergie. Identische Klassen der Primitive bleiben straffrei oder werden favorisiert. Indem 
identische Labels interagierender Primitive bevorzugt werden, bewirkt die Anwendung der Modelle eine 
Glättung des Ergebnisses. 

3.2.4. Conditional Random Fields 

Conditional Random Fields (CRF) sind eng verwandt mit Markov Random Fields, weisen jedoch einige zur 
Klassifikation von Bilddaten vorteilhafte Unterschiede auf. Sie wurden ursprünglich für die Analyse von 
Textsequenzen entwickelt (Lafferty et al., 2001) und später auf den zweidimensionalen Fall für die 
Bildanalyse erweitert (Kumar und Hebert, 2003; Kumar und Herbert, 2006). Für paarweise Modelle 
ergibt sich der Energieterm erneut als Summe zweier Gruppen von Termen: 

Abbildung 3-8 zeigt den zugehörigen Graphen. 

 

Die beiden Energieterme des CRF sind auf den ersten Blick ähnlich denen eines MRF, weisen jedoch 
bedeutsame Unterschiede auf. 

�x Der erste Term, das Knotenpotential, wird bei CRF als Assoziationspotential Ai bezeichnet. Er gibt 
an, wie wahrscheinlich (auch wenn es sich streng genommen nicht um Wahrscheinlichkeiten 
handeln muss) ein Knoten i das Label xi für gegebene Daten y erhält. Im Gegensatz zu MRF ist xi 
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Abbildung 3-8: Conditional Random Field (ähnlich Bishop, 2006)  
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theoretisch abhängig von sämtlichen Bilddaten y, nicht nur denjenigen an der Position des 
betrachteten Primitivs i. Folglich fehlt beim Merkmalsvektor y der Index. Merkmale yi können 
sich somit auch auf Label xj auswirken (Abbildung 3-8). 

�x Der zweite Term, das Kantenpotential, wird bei CRF als Interaktionspotential Iij bezeichnet. Er 
beschreibt, wie benachbarte Labels xi und xj interagieren. Dieser Term hängt im Unterschied zu 
MRF sowohl von den Labels als auch von den Daten y ab und erlaubt somit eine anspruchsvollere 
Modellierung nachbarschaftlicher Beziehungen. Auch beim Interaktionspotential ist die globale 
Einbeziehung sämtlicher Daten möglich. 

Die Vorteile dieser Modellierung der Interaktion von Nachbarschaften werden u.a. bei der Betrachtung 
des für MRF häufig verwendeten Potts-Modells deutlich: Nachteil des (einfachen) Potts-Modells ist, dass 
die Strafe ausschließlich auf der Verschiedenheit der Labels beruht. Die zugrundeliegenden Merkmale 
und abgeleiteten Wahrscheinlichkeiten bleiben jedoch unberücksichtigt. Diesem Missstand kann mit 
dem kontrast-sensitiven Potts-Modell (Boykov et al., 2001) abgeholfen werden. Dieses Modell 
berücksichtigt auch die Merkmale der benachbarten Primitive. Unterschiedliche Labels benachbarter 
Primitive werden umso stärker bestraft, je ähnlicher deren Merkmale sind. Unterschiedliche Labels für 
Primitive mit stark unterschiedlichen Merkmalen werden hingegen nicht oder weniger stark bestraft. 
Eine detaillierte Betrachtung zur Modellierung räumlicher Interaktionspotentiale erfolgt in Kapitel 4.4.   

Ein weiterer bedeutender Unterschied zwischen MRF und CRF ist die Modellierung der 
Wahrscheinlichkeitsverteilung. Während MRF ein generatives Verfahren sind, in dem die gemeinsame 
Wahrscheinlichkeit P(x,y) von Labels und Daten bestimmt wird, sind CRF ein diskriminatives Verfahren, 

d.h. die Posterior-Wahrscheinlichkeit P(x�~y) für die Labels x wird für gegebene Daten y direkt bestimmt. 
Somit gilt: 

Aus (3-21) und (3-22) folgt für die Wahrscheinlichkeitsverteilung eines CRF (Kumar und Hebert, 2006): 

Die optimale Konfiguration aller Labels x wird wie bei MRF über eine Minimierung der Gesamtenergie 
gefunden. 

3.2.5. Inferenz 

In den vorhergehenden Abschnitten wurde die Modellierung von Zufallsvariablen und deren 
Abhängigkeiten in Graphen dargestellt. Die Abhängigkeiten der Zufallsvariablen, die zu Interaktionen 
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benachbarter Knoten in dem Graphischen Modell führen, wurden ganz allgemein durch 
Energiefunktionen beschrieben.  

Abschließend erfolgt die Bestimmung des wahrscheinlichsten Labels xi (Maximum a posteriori Kriterium 
�t MAP) für ein jedes Primitiv i. Das Problem, die wahrscheinlichste Klasse für ein Primitiv zu finden, wird 
für Zufallsfelder allerdings in der Regel nicht in einer rein lokalen Betrachtungsweise gelöst. Die Lösung 
erfolgt durch eine simultane Bestimmung des gemeinsamen optimalen Zustands aller Labels x. Dieser 
Prozess wird Inferenz genannt.  

Der optimale Zustand aller Variablen wird durch eine globale Minimierung der Energiefunktion ermittelt. 
Die Minimierung von Energiefunktionen ist ein breites Forschungsfeld, ausführliche Überblicke über die 
unterschiedlichen Methoden geben u.a. Nocedal und Wright (2006), Bishop (2006) sowie Li (2009). Der 
grundsätzliche Ansatz ist hierbei in zahlreichen Verfahren identisch (Nocedal und Wright, 2006): 
Zunächst muss ein Startwert bzw. eine Startkonfiguration ermittelt werden. Idealerweise wird dieser 
Wert bzw. diese Konfiguration aus den Daten unter Berücksichtigung der Anwendung bestmöglich 
abgeleitet. Basierend hierauf werden iterativ bessere Lösungen gesucht. Das Kriterium für eine bessere 
Lösung, im Fall der Bildklassifikation eine wahrscheinlichere Konfiguration der Klassen, ist häufig eine 
geringere Gesamtenergie. Der Algorithmus wird gestoppt, wenn ein zuvor definiertes Abbruchkriterium, 
z.B. keine weitere Verbesserung oder eine zuvor definierte Anzahl Iterationen, erreicht wird. 

Für ungerichtete Graphen entsprechend Kapitel 3.2.4 (diese dort beschriebenen Graphen sind für die 
weitere Arbeit relevant) müssen für eine eindeutige Lösung sämtliche Labelkonfigurationen getestet 
werden. Das ist insbesondere für Graphen mit großen Nachbarschaften einzelner Knoten und einer 
Vielzahl von Klassen zumeist unmöglich. Zur Berechnung werden Algorithmen verwendet, die 
Näherungslösungen bieten, jedoch nicht das Auffinden des globalen Minimums garantieren. 

Werden ausschließlich die Interaktionen von unmittelbar benachbarten Pixeln berücksichtigt, 
typischerweise die 4er oder 8er Nachbarschaft in einem Bildraster, existieren für die Inferenz in 
ungerichteten Graphen effiziente Algorithmen (Schindler, 2012). Die prominentesten unter ihnen sind 
Graph Cuts (Boykov et al., 2001) und Loopy Belief Propagation (LBP) (Frey und MacKay, 1998). Beide 
liefern für Markov Random Fields unter Verwendung des Potts-Modells ähnliche Ergebnisse (Tappen und 
Freeman, 2003; Szeliski et al., 2008). Aufbauend auf einem CRF in Rasterstruktur liefert LBP nachweislich 
gute Ergebnisse für die Klassifikation von Bilddaten (Vishwanathan et al., 2006). Die maximalen Cliquen 
in der Arbeit von Vishwanathan et al. (2006) sind 2er-Cliquen, eine Analogie zur Graphstruktur in der 
vorliegenden Arbeit. Aufgrund dieser Ergebnisse wird in den folgenden Kapiteln LBP für die Inferenz 
gewählt. Ein weitergehender Vergleich unterschiedlicher Optimierungsalgorithmen steht nicht im Fokus 
dieser Arbeit. 

LBP ist eine Weiterentwicklung von Belief Propagation (Pearl, 1982), einem etablierten Verfahren für die 
exakte Inferenz in Graphen mit Baumstrukturen. Belief Propagation ist ein Spezialfall des sum-product 
Algorithmus (Kschischang et al., 2001; Bishop, 2006) und gehört zur Gruppe der message-passing-
Verfahren. Der Grundgedanke dieser Verfahren ist, dass zur Minimierung der Energie Nachrichten 
(messages) von Knoten über Kanten zu benachbarten Knoten übertragen werden.   

Die Theorie beruht auf der Betrachtung so genannter Faktorgraphen. Ein Faktorgraph besteht aus 
Variablenknoten und Faktorknoten. Jeder beliebige ungerichtete Graph kann in einen Faktorgraphen 



 Grundlagen  49 

 

konvertiert werden. Die Variablenknoten des Faktorgraphen sind dieselben des ungerichteten Graphen. 
Die Faktorknoten können den maximalen Cliquen entsprechen oder zwischen je zwei benachbarten 
Knoten angeordnet sein und zeigen die Faktorisierung der Wahrscheinlichkeitsverteilung. Innerhalb des 
Faktorgraphen werden Nachrichten von den Variablenknoten an die benachbarten Faktorknoten 
gesendet. Diese sammeln alle eingehenden Nachrichten und senden ihrerseits Nachrichten an die 
benachbarten Variablenknoten. Ausführliche Erklärungen finden sich u.a. in Bishop (2006). 

Interagieren Primitive (und somit Variablenknoten) ausschließlich paarweise, kann die 
Nachrichtenübertragung für LBP mit CRF vereinfacht ohne die explizite Betrachtung der Faktorknoten 
veranschaulicht werden. Ziel ist die Ermittlung der wahrscheinlichsten Klasse für jeden Variablenknoten 
des Graphen. Zu Beginn wird jeder Knoten mit einem Belief-Vektor entsprechend der 
Klassenwahrscheinlichkeiten des Assoziationspotentials initialisiert. Zwischen den Variablenknoten 
werden im Folgenden Nachrichten übertragen. Jede Nachricht ist dabei ein Vektor mit der Dimension 
der möglichen Klassen und berechnet sich entsprechend des Interaktionspotentials, welches 
gegebenenfalls von den Knotenlabels oder den beobachteten Merkmalen abhängt. In einem CRF mit 
Rasterstruktur erhält jeder Knoten, der kein Randknoten ist, vier Nachrichten. In Abbildung 3-9 erhält 
der Knoten 5 Nachrichten der benachbarten Knoten 2, 4, 6 und 8. Durch die eingehenden Nachrichten 
werden die Beliefs eines jeden Variablenknotens aktualisiert. Ausführlichere Darstellungen finden sich 
u.a. in Kschischang et al. (2001) sowie Yedidia et al. (2005). 

 

Im Weiteren läuft der Prozess iterativ: Basierend auf den aktualisierten Belief-Vektoren werden neue 
Nachrichten zwischen den Knoten übertragen. Diese führen wiederum zu einer erneuten Aktualisierung 
der Beliefs der Knoten. Damit innerhalb eines Iterationsschrittes eine von einem Knoten ausgesendete 
Nachricht jedoch nicht sofort die eingehende Nachricht beeinflusst, basiert eine Nachricht von einem 
Knoten auf allen dort eingehenden Nachrichten, außer auf der Nachricht aus der entgegen gesetzten 
Richtung. So basiert in Abbildung 3-9 (rechte Darstellung) die Nachricht von Knoten 2 an Knoten 5 auf 
einer Aktualisierung des Knotens 2 ausschließlich durch die Nachrichten der Knoten 1 und 3. Wird ein 
definiertes Abbruchkriterium erreicht, z.B. indem der Algorithmus konvergiert, wird der Prozess 
beendet. Die endgültige Klasse für ein jeweiliges Primitiv ergibt sich entsprechend des maximalen Beliefs. 

Abbildung 3-9: Nachrichtenübertragung (message passing) in einem ungerichteten 
Graphen mit regelmäßiger Gitterstruktur. Links: eingehende Nachrichten für Knoten 5 
(rote Pfeile). Rechts: Abhängigkeit einer Nachricht (roter Pfeil) von anderen 
Nachrichten (orangene Pfeile).  
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3.3. Bewertungskriterien 

Die Bewertung erfasster Fernerkundungsdaten lässt sich in geometrische und thematische Genauigkeit 
unterteilten (Congalton und Green, 2009). Im ersten Fall werden Abweichungen von Positionen 
erkannter Objekte von deren wahrer Position berechnet. Im zweiten Fall werden die ermittelten 
Klassenzugehörigkeiten mit den Klassenzugehörigkeiten einer Referenz an den jeweiligen Positionen 
verglichen. In dieser Arbeit wird ausschließlich die thematische Genauigkeit untersucht, weshalb im 
Folgenden unter dem Begriff Genauigkeit stets die thematische Genauigkeit zu verstehen ist.  

Zur Berechnung der Genauigkeit wird für jedes Primitiv die als Ergebnis einer automatischen 
Klassifikation ermittelte Klasse mit einer Referenz verglichen. Die in dieser Arbeit verwendeten 
Referenzen wurden durch manuelle Digitalisierung von Satellitenbildern gewonnen. Auch solche 
Referenzen sind nicht absolut fehlerfrei und bilden die wahren Klassenzugehörigkeiten nicht perfekt ab. 
Typische Fehlerquellen sind z.B. die ungenaue Erfassung von Gebietsgrenzen oder unvollständige 
Klassendefinitionen (Foody, 2010). Im Rahmen dieser Arbeit wird  jedoch angenommen, dass die Anzahl 
von Fehlzuordnungen in der Referenz deutlich geringer ist als in den Klassifikationsergebnissen. Somit 
können Fehler in der Referenz für eine quantitative Evaluation vernachlässig werden. 

Die am häufigsten verwendeten Qualitätsmaße lassen sich aus der Konfusionsmatrix (Fehlermatrix) 
ableiten (Foody, 2002). Eine Konfusionsmatrix ist eine quadratische Matrix, deren Elemente die 
Häufigkeit der Zuordnung klassifizierter Primitive zu den Referenzklassen aufzeigen (Tabelle 3-2). Es wird 
vorausgesetzt, dass die Klassenanzahl vollständig ist und jedes Primitiv eindeutig einer Klasse zugewiesen 
werden kann. Vor allem bei Daten mit grober Auflösung wird die Voraussetzung oft verletzt (Lu und 
Weng, 2007).  

Auf der Hauptdiagonale der Konfusionsmatrix steht die korrekt klassifizierte Anzahl Primitive ncc für eine 
jeweilige Klasse c,  nc+ ist die Summe aller Primitive einer Referenzklasse, n+c die Summe aller Primitive, 
die einer Klasse zugeordnet wurden. Setzt man die Summe der Hauptdiagonalelemente in das Verhältnis 
zur Menge aller Primitive S ergibt sich die Gesamtgenauigkeit. 
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       xklass
   

    xref 
1klass

   2klass
   3klass

   Summe 

1ref n11 n12 n13 n1+ 

2ref n21 n22 n23 n2+ 

3ref n31 n32 n33 n3+ 

Summe n+1 n+2 n+3 S 

Tabelle 3-2: Konfusionsmatrix. 
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Korrekt klassifizierte Primitive einer Klasse werden als True Positives (TP) in Bezug auf diese Klasse 
bezeichnet. Als Sonderfall werden bei einem Zweiklassenproblem die korrekt klassifizierten Primitive der 
nicht im Fokus stehenden Klasse als True Negatives (TN) bezeichnet. Typische Zweiklassenprobleme sind 
die Detektion einer ausgewählten Klasse in einer Szene mit einer Vielzahl von Klassen, z.B. die Detektion 
von Straßen in Fernerkundungsdaten, oder die Erkennung von Veränderungen ohne weitergehende 
Analyse der Klassenübergänge. 

Die ausschließliche Betrachtung der Gesamtgenauigkeit ist für die Beurteilung einer Klassifikation in den 
meisten Fällen nicht ausreichend. Vielmehr interessiert, wie gut die einzelnen Klassen detektiert werden 
können. Aussagekräftige Maße hierfür sind die Vollständigkeit (completeness) und die Richtigkeit 
(correctness) (Heipke et al., 1997). Die Vollständigkeit sowie die Richtigkeit einer Klasse können evaluiert 
werden, indem die Klasse gegen die Menge aller anderen Klassen getestet wird. Beide Maße lassen sich 
aus der Konfusionsmatrix ableiten.  

Für jede Referenzklasse geben die Elemente abseits der Hauptdiagonalen der Konfusionsmatrix in der 
jeweiligen Zeile die Anzahl der Primitive dieser Klasse wieder, die falsch klassifiziert wurden (False 
Negatives, FN). Der Prozentsatz der Referenzdaten für eine Klasse, der mit dem Klassifikationsergebnis 
übereinstimmt, ist die Vollständigkeit. 

In den Spalten zeigen die Elemente der Konfusionsmatrix abseits der Hauptdiagonalen die Anzahl der 
Primitive, die diesen Klassen zugeordnet werden, aber in der Referenz anderen Klassen entsprechen 
(False Positives, FP). Der Prozentsatz der klassifizierten Daten, der mit der Referenz übereinstimmt, ist 
die Richtigkeit einer Klasse. 

Eine Analyse der Konfusionsmatrix sollte nicht ausschließlich auf diese häufig genutzten �^�Z���Œ�š���v�_��
Genauigkeitsmaße beschränkt werden. Darüber hinaus lassen sich aus der Verteilung der 
Klassenzugehörigkeiten häufig Muster erkennen, die spezielle Probleme der Klassifikation verdeutlichen. 
Ein Beispiel ist eine ungenügende Trennung zweier spektral ähnlicher Klassen. Die gewonnenen 
Erkenntnisse können wiederum zu einer Optimierung der Klassifikationsmethode genutzt werden, z.B. 
durch Nutzung weiterer, mit Fokus auf das Problem ausgewählter Merkmale. 

Eine weiteres Beurteilungskriterium, das sich insbesondere für den Vergleich von Referenz und 

Klassifikationsergebnis mehrerer (nicht gleichverteilter) Klassen eignet, ist der Kappa Koeffizient �N 
(Cohen, 1960). 

Der Wert p0 wird als Übereinstimmung bezeichnet und ist identisch mit der Gesamtgenauigkeit. 
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Der Wert pc ist die zufällig erwartete Übereinstimmung. Für pc werden die Produkte der Randsummen 
der einzelnen Klassen (Zeilensumme und Spaltensumme der Konfusionsmatrix) aufsummiert und ins 
Verhältnis zum Quadrat der Gesamtsumme gesetzt. 

Bei maximaler Übereinstimmung von Klassifikationsergebnis und Referenz nimmt �ƒ den Wert 1 an, bei 
einer Übereinstimmung im Maß des Zufalls den Wert 0. Bei gleichverteilter Klassenhäufigkeit liefert der 
Kappa Koeffizient keinen Erkenntnisgewinn gegenüber der Betrachtung der Gesamtgenauigkeit. Ist die 
Häufigkeit der einzelnen Klassen jedoch stark unterschiedlich, ist der Kappa Koeffizient zumeist das 
aussagekräftigere Beurteilungskriterium. Dies kann anhand eines kleinen Beispiels verdeutlicht werden: 
Auf einer Wiese steht ein einzelner Baum, der in einer Luftbildaufnahme lediglich ein Prozent der Fläche 
einnimmt. Wird nun das komplette Bild als Wiese klassifiziert, beträgt die Gesamtgenauigkeit 99%, ein 
im Allgemeinen hervorragender Wert. Der Fakt, dass eine Klasse komplett falsch klassifiziert wurde, wird 
nicht deutlich. Der Kappa Koeffizient hingegen reagiert sensibel auf diesen Fehler und liefert den Wert 0.  
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